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Abstract. The main objective of this paper is to investigate how scientific mode-
ling and visualization techniques can enhance the interpretation of educational
data. For data modeling, k-means algorithm and correspondence analysis were
used for clustering and dimensionality reduction, respectively. For data visu-
alization, boxplot, violin chart and perceptual map techniques were analyzed.
The analyses were performed using academic data from two courses of Instituto
Federal do Rio Grande do Norte in the period from 2008 to 2016. One of the
obtained results shows that students’ grades follow multimodal distributions,
indicating that the use of classic boxplots is not adequate.

Resumo. A proposta deste trabalho é mostrar técnicas de visualizacdo de da-
dos em conjunto com técnicas estatisticas, a fim de potencializar a interpretagcdo
de dados educacionais. Para tal, sdo analisados as notas dos alunos dos cursos
de Licenciatura em Espanhol e Seguranca do Trabalho do IFRN no periodo de
2008 a 2016, na modalidade presencial e a distdncia. Para modelagem, foram
utilizados o algoritmo de k-means para agrupamentos de dados e a andlise de
correspondéncia para reducdo de dimensionalidade. Para visualizacdo de da-
dos, sdo utilizados o boxplot, o grdfico de violino e mapa perceptual. Um dos
resultados obtidos indica que as notas dos alunos seguem distribuicoes multi-
modais, as quais o emprego dos cldssicos boxplots ndo é indicado.

1. Introducao

Dentre diversos desafios no contexto educacional, os indices de evasdo nos cursos supe-
riores das Universidades Brasileiras trazem nimeros preocupantes. Em 2010, 11,4% dos
alunos abandonaram o curso para o qual foram admitidos. Ja em 2014, esse ntimero che-
gou a 49% [BRASIL 2016a], em um pais que apresenta o percentual de 75% de jovens
de 20 a 24 anos de idade que ndo estdo estudando, sendo o maior indice no mundo entre
os paises pesquisados pelo relatorio Education at a Glance [BRASIL 2016b]. Portanto,
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identificar alunos com potencial de evasdo permite a Institui¢do de Ensino realizar a¢des
para reté-los de forma eficaz e eficiente [Rovira et al. 2017], por exemplo.

Devido a isto, abordagens de mineracdo de dados voltadas ao contexto educaci-
onal vém ganhando atencdo da comunidade académica, ao ponto de atualmente ja ser
caracterizada como uma drea de pesquisa em si e denominada de Educational Data Mi-
ning (EDM) [Romero and Ventura 2010]. EDM néao se limita a andlise estatistica sobre
dados educacionais, mas visa principalmente inferir relacionamentos a partir de andlise
de dados para melhor embasar acdes e politicas educacionais.

Atualmente, atividades de mineracdo de dados estdo incluidas numa drea maior,
denominada de Andlise Cientifica de Dados (Data Science Analysis, em inglés). Essa
area se utiliza primordialmente de técnicas e ferramentas advindas da estatistica e da
aprendizagem de méquina para andlise dos dados. Mais recentemente, técnicas avangadas
de visualizacdo de dados deixaram de ser apenas assessOrias, para se tornarem essenciais
para a drea de Data Science [McCandless 2014]. Isto se deve ao fato de que a forma como
os dados sdo apresentados aos usudrios € fundamental para a sua interpretagdo cognitiva.
Em muitos casos, o emprego de técnicas de visualizagdo de dados adequadas possibilita
inferéncias complexas por parte dos usudrios, mesmo utilizando-se apenas estatisticas
bésicas. E importante ressaltar que técnicas de visualiza¢io de dados ndo sdo substitutas
ou concorrentes das técnicas estatisticas e de aprendizagem de miquina, mas sim uma
aliada que visa potencializar as andlises sobre os dados.

O objetivo principal do presente artigo € investigar como técnicas de visualiza¢ao
de dados quando empregadas em conjunto com técnicas estatisticas e de aprendizagem de
maquina podem potencializar a interpretacdo dos resultados de dados educacionais por
parte dos usudrios dos mesmos. Para tal, neste artigo serdo analisados dados educacionais
de alunos dos cursos de Licenciatura em Espanhol e Técnico de Seguranga do Trabalho
do Instituto Federal do Rio Grande do Norte no periodo de 2008 a 2016, na modalidade
presencial e a distancia respectivamente. Serdo analisados dados socio-econdmicos e de
média final dos alunos nos componentes curriculares. Para analisar esses dados serdo uti-
lizados o algoritmo de k-means para determinacio dos agrupamentos de dados e andlise
de correspondéncia para reducdo de dimensionalidade. Em relacdo a visualizagcao de da-
dos, serdo utilizados os cldssicos boxplot, além dos graficos de violino e mapa perceptual.
Ressalta-se que os gréficos boxplot ndo sdo adequados para distribui¢des multimodais.

O restante do artigo estd dividido em mais quatro se¢des. Na Secdo Fundamen-
tacdo Tedrica sao apresentadas as principais técnicas de visualizacdo de dados utilizadas
no trabalho. Na secdo Metodologia de Pesquisa € apresentado a sequéncia em que as
técnicas sdo utilizadas. Em Resultados € apresentado os principais graficos e suas in-
terpretacOes. Na Conclusdo € descrito o potencial dos gréficos utilizados e indicacao de
trabalhos futuros.

2. Fundamentacao Tedrica

2.1. Educational Data Mining (EDM)

EDM ¢ uma 4rea de pesquisa interdisciplinar e emergente que trabalha com o uso de
métodos de Data Mining e estatistica para explorar os dados que t€m origem em contextos
educacionais. As principais subdreas sdo: Andlise e Visualizacdao de Dados, Feedback
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para Instrutores, Recomendagdes para Estudantes, Predicdo do Desempenho do Aluno,
Modelagem do Aluno, Detec¢do de Comportamentos de Estudantes, Agrupamento de
Alunos, Andlise de Redes Sociais, Desenvolvimento de Mapas Conceituais, Constru¢ao
de Cursos, Planejamento e Agendamento [Romero and Ventura 2010].

Predicdo do desempenho do aluno € uma das aplicagdes mais antigas e mais po-
pulares de Data Mining na educagido, e diferentes técnicas e modelos foram aplicados
(Redes neurais, redes bayesianas, sistemas baseados em regras, regressdo e andlise de
correlacdo) [Romero and Ventura 2010]. O objetivo da predicdo de desempenho do aluno
¢ estimar o valor de uma varidvel que descreve o desempenho do aluno. Na educagdo o
valor das varidveis que representam o desempenho podem ser do tipo numérico ou cate-
gobrico. Para os valores numéricos sdo utilizadas técnicas de regressdo analitica, a qual
encontra a relacdo entre uma varidvel dependente e uma ou mais varidveis independen-
tes. Para valores categéricos geralmente sdo utilizadas técnicas de agrupamento em que
itens individuais sdo colocados em grupos com base em cdlculos de similaridade entre as
instancias.

A Tabela 1 apresenta a comparagdo das técnicas utilizadas para predi¢do de de-
sempenho do aluno, destacando o objetivo do trabalho, as varidveis independentes uti-
lizadas no modelo, e os algoritmos utilizados para predi¢cdo. A tabela foi produzida a
partir da selecdo de artigos do portal Web of Science utilizando as palavras chaves predict,
perfomance, student. A partir da Tabela 1 fica evidente que a principal varidvel utilizada
para predi¢do de desempenho sdo os historicos das notas. Logo, entender o comporta-
mento estatistico dessa varidvel € fundamental para melhorar o modelo preditivo sobre
comportamento de alunos.

2.2. Algoritmo K-means para Agrupamento de Dados

O k-means € um dos algoritmos mais simples e popular para agrupamento de dados. Ele
busca encontrar centros dos agrupamentos que sejam representativos para grupo de dados,
assumindo o conhecimento a priori do nimero de grupos. O algoritmo alterna entre duas
etapas: (i) atribui¢do de pontos de dados aos centros do modelo a partir do calculo de
distancia e, em seguida, (i1) configuracdo de cada centro do grupo como a média dos
dados que lhe sdo atribuidos [Miiller and Guido 2016].

2.3. Grafico Violino

O grafico de violino € a combinagdo do boxplot e a linha de densidade no mesmo dia-
grama, permitindo visualizar detalhes que as duas técnicas sozinhas ndo seriam capaz de
detectar [Hintze and Nelson 1998]. O boxplot consegue capturar caracteristicas impor-
tantes dos dados em sua visualizagdo: o centro, o espalhamento, assimetria e outliers.
Essas caracteristicas sdo identificadas a partir da indica¢do no grafico do limite inferior,
primeiro quartil, mediana, terceiro quartil, limite superior.

Entretanto, quando se trata de distribuigdes multimodal o boxplot ndo consegue
capturar essa informagdo, uma vez que oculta a forma da distribui¢do dos dados, como
pode ser observado entre os graficos 1 e 2 que representam os mesmos dados. A linha de
densidade complementa as informacgdes fornecida pelo boxplot, a partir da visualizagdo
grifica da forma da distribuicdo dos dados. Para isso a linha de densidade € colocada
simetricamente para esquerda e direita sobre o boxplot.
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Tabela 1. Comparacao com Trabalhos Relacionados

Referéncia Objetivo do Variaveis do Algoritmo
Trabalho Modelo
[Huang and Fang 2013] Predicdo de Notas Multiple Linear Regres-
Desempenho sion, Multilayer Percep-
tion Network, Radial Ba-
sis Function Network, and
Support Vector Machine
[Rovira et al. 2017] Predicdo de Notas Logistic Regression,
Desempenho Gaussian Naive Bayes,
e Evasao SVM, Random Forest,
Adaptive Boosting,
Predict performance
Collaborative Filtering
Recommendation Sys-
tem, Linear Regression,
Support Vector Regression
[Burgos et al. 2017] Predicio de Notas Regression Model
Evasao
[Lietal. 2013] Predicado de Notas Principal Component
Desempenho Analysis
[Xu et al. 2017] Predicido de Notas, Probabilistic Matrix Fac-
Desempenho Dados  de- torization Algorithm
mograficos
[Meier et al. 2015] Predicdo de Notas Algoritmo préprio utili-

zando calculo de seme-
lhanca e Regressao

Desempenho

2.4. Grafico Q-Q

Se x e y sdo varidveis distribuidas de forma idéntica, entdo o grafico de x-quantis versus
y-quantis serd uma linha reta com inclinacao 1, apontada para a origem. Uma propriedade
elementar dos graficos de Q-Q € que se y for uma funcao linear de x, entao o grafico Q-Q
correspondente ainda serd linear, mas com possivel mudanca de localizacio e inclinagao.
Esta propriedade de invariancia linear torna o uso do grafico Q-Q uma abordagem valiosa,
uma vez que a linearidade é uma configuracdo geométrica que os seres humanos siao
capazes de perceber com mais facilidade [WILK and GNANADESIKAN 1968].

Para o caso em que as varidveis tém caudas longas, o grafico Q-Q tende a enfatizar
a estrutura comparativa nas caudas ndo dando tanta importancias as distin¢des no "meio",
local em que as densidades sdo altas. A razdo para isso € que o quantil é uma funcio
de mudanca rapida de probabilidade p quando a densidade € esparsa (nas caudas), e uma
funcdo de mudancga lenta de probabilidade p a qual a densidade € alta (no meio).

O Q-Q fornece um indicador muito sensivel de discrepancias de distribuicdo e
fornece uma base util para examinar a adequacdo de hipéteses compostas, em que 0s
parametros ndo sdo especificados.
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Além do uso do gréfico Q-Q com fins de comparagdo de distribuicdo entre dois
conjuntos de dados observados, ele também € utilizado para comparagdes entre uma dis-
tribui¢do observada e tedrica, como a normal, exponencial e qui-quadrado.

2.5. Analise de Correspondéncia

A andlise de correspondéncia [HAIR et al. 2009] € uma técnica de interdependéncia ge-
ralmente utilizada para redu¢do de dimensionalidade e mapeamento perceptual para base
de dados composta por dados categéricos. Também conhecida como escalonamento
6timo, ela se destaca pela constru¢do do mapa perceptual a partir da associagdo de ob-
jetos e um conjunto de caracteristicas descritivas ou atributos especificados pelo autor.
Sua aplicacao principal € exibir a correspondéncia entre categorias em escalas nominais,
e permite representar duas varidveis, com escalas nominais, em um mesmo diagrama.

Para o célculo da analise de correspondéncia € necessario a tabela de contingéncia
entre duas varidveis de escala nominal. A tabela de contingéncia representa a frequéncia
conjunta entre os valores nominais de cada uma das varidveis. A partir da tabela de
contingéncia € utilizado a técnica estatistica do qui-quadrado para padronizar os valores
e criar um indice de similaridade que serd utilizado no diagrama.

Para o célculo do qui-quadrado deve ser realizado:

1. Calculo do valor esperado: a probabilidade conjunta da combinacdo da coluna
com a linha, a partir da probabilidade marginal para a coluna (total da coluna
/ total geral) vezes a probabilidade marginal para a linha (total da linha / total
geral).

TotalColuna x Total Linha 1

TotalGeral (

2. Calculo da diferenca entre as frequéncias esperadas calculada no passo anterior e
a observada di ferena = FrequnciaFE sperada — FrequnciaObservada

3. Célculo do valor do qui-quadrado € realizado a partir da razdo entre a diferenca
calculada no passo anterior e a Frequéncia esperada calculada no primeiro passo.

FrequnciaFE sperada =

Di 2
Valorqui — quadrado = zf.erena 2)
FrequnciaFE sperada

O valor do teste qui-quadrado € relacionado a intensidade de associac@o entre os
atributos das varidveis. Caso o sinal desse valor seja negativo, ele representa a repulsdo
entre os atributos. Por outro lado, caso o sinal seja positivo, o valor representa a forca de
atracdo entre os atributos. A partir desse valor € gerado o mapa percentual de tal forma
que quanto mais proximos estiverem dois atributos, mais similares o sdo.

3. Metodologia de Pesquisa

Como visto na tabela 1, a varidvel mais utilizada para predicdo de desempenho sdo as
notas dos alunos, logo, para um melhor entendimento dos dados, técnicas de visualizacdao
fundamentadas em estatistica permite ao humano uma melhor interpretacdo do fendmeno
modelado.

Os dados utilizados sdo dos cursos de Licenciatura em Espanhol e Técnico de Se-
guranca do Trabalho do Instituto Federal do Rio Grande do Norte no periodo de 2008 a
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2016, nas modalidades presencial e EaD (Ensino a Distancia) com um total de 34799 ins-
tancias. Todo cédigo e dados do trabalho estdo disponiveis publicamente [Barros 2017].

Inicialmente foram utilizados os graficos violino e Q-Q, a fim de ter uma visdo
geral da distribuicao dos dados na disciplina. Apds a primeira andlise visual, foi utilizado
o algoritmo k-means para a clusterizagdo dos dados e, com as classes atribuidas, foi feita
uma nova andlise a partir do grafico Q-Q e do Mapa Perceptual gerado pela Andlise de
Correspondéncia.

4. Resultados

Inicialmente foi utilizado o grafico de violino por disciplina, a fim de visualizar o com-
portamento da varidvel aleatéria média final por componente curricular.
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Figura 1. Grafico Boxplot
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Figura 2. Grafico Violino
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Como visto na figura 2 nota-se que, diferente do senso comum, a distribuicao dos
valores das notas ndo segue uma distribui¢do normal, mas sim uma distribui¢do bimodal.
Interessante notar que se fosse apenas utilizado apenas o boxplot como na figura 1, haveria
uma interpretagdes erronea em relacdo aos dados e ndo seria verificado a existéncia dos
possiveis dois grupos na distribui¢do. Na figura 3 € exibido o grafico Q-Q entre os dados
observados e a distribui¢do teérica Normal. Uma vez que os pontos ndo estdo dispostos
sobre uma reta, significa que a distribuicdo dos dados observados ndo segue uma Normal.
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Figura 3. Grafico Q-Q entre notas e a distribuicao Normal

Uma vez verificado esse padrao bimodal da distribui¢do dos valores de notas, foi
utilizado o algoritmo k-means, a fim de confirmar se era possivel a clusterizacao dos dados
em dois grupos como visto na figura 4

Anédlise e Elaboracao de Materiais de E/LE
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Figura 4. Clusterizacdo em 2 classes das notas de uma disciplina

A partir dos dois grupos gerados € utilizado o gréafico Q-Q (figura 5) entre os dados
observados e a distribui¢cdo tedrica Normal.
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Figura 5. Grafico Q-Q para cada grupo gerado pelo k-means e a distribuicao
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Figura 6. Mapa perceptual gerado a partir da analise de correspondéncia

O primeiro grupo (provavelmente dos alunos aprovados) se ajusta bem a reta, logo,
a distribui¢do pode ser bem modelada pela distribui¢do Normal. J4 os dados dos alunos
possivelmente reprovados, ndo se ajusta tdo bem, padrao encontrado em vérias disciplinas
analisadas. E possivel interpretar que entre os alunos reprovados hd mais de um grupo.
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Acreditasse que esses dois grupos possam ser representados pelos alunos que tentaram até
o final da disciplina, mas ndo conseguiram éxito, € os alunos que ao longo da disciplina
evadiram.

Ap6s o entendimento que hé, pelo menos, dois grupos bem distintos que compoe a
distribuicdo das notas, € utilizado a técnica de anélise de correspondéncia, a fim de certifi-
car a informagdo que os alunos que possuem o label "Aprovado'na base de dados original
sdo os alunos classificado pelo k-means como classe 1, e os alunos com label "Repro-
vado"sdo os classificados pela classe 0. A figura 6 mostra o mapa perceptual gerado a
partir da andlise de correspondéncia, a qual apresenta de forma visual indicios de simila-
ridade entre os valores de duas varidveis com escalas nominais. Neste mapa perceptual
mostra que a classe 0 estd mais proxima ao valor "reprovado", em contraposi¢do da classe
1 que estd mais proximo ao valor "aprovado", corroborando o resultado do k-means.

5. Conclusao

A partir dos gréficos apresentados foi evidenciado o potencial do uso de técnicas de vi-
sualizacdo de dados para detectar padrdoes nos dados que ndo seria possivel analisando
apenas as tabelas de dados. O uso do gréfico violino permitiu a deteccdo de padrao bi-
modal corroborados pelo grafico Q-Q, o que ndo seria possivel se fosse utilizado apenas
o boxplot. Uma vez que foi detectado o aparecimento de mais de um grupo nos dados, a
técnica de k-means mostrou eficaz em separar esses grupos, o qual foi corroborado pela
técnica de andlise de correspondéncia.

Como trabalho futuro serd feita uma melhor investigacao relacionada ao grupo de
alunos reprovados, a partir da hip6tese que ha dois grupos: os alunos evadidos e os alunos
que de fato cursaram toda a disciplina, mas ndo obtiveram éxito.
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