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Abstract. This article presents a model for application of mining techniques on
data collected from assessments of learning. From the proposal, it becomes
possible to identify which content and cognitive levels at which they were
assimilated by the learners, thus allowing pedagogical strategies that are
appropriately designed for groups of students who have difficulties identified. To
validate the study, the results of an experiment conducted on a Programming
discipline in Computer Science from the University of Pernambuco are also
presented.

Resumo. Este artigo apresenta um modelo para aplica¢do de técnicas de
mineragdo em dados coletados a partir de avaliagoes da aprendizagem. A partir
da proposta, torna-se possivel identificar quais conteudos e em que niveis
cognitivos eles foram assimilados pelos aprendizes, permitindo, assim, que
estratégicas pedagogicas sejam adequadamente planejadas para grupos de
estudantes que apresentem as dificuldades identificadas. Para validar o estudo,
sdo apresentados também os resultados do experimento realizado numa disciplina
de Programagdo do curso de Licenciatura em Computagdo da Universidade de
Pernambuco.

1. Introducao

A avaliacdo ¢ essencial a educacdo e indissocidvel enquanto concebida como
problematizag¢do, questionamento e reflexdo sobre a acdo (HOFFMANN, 2010). Nessa
perspectiva, ela desempenha um papel fundamental em promover a aprendizagem,
produzindo informagdes que poderdo ajudar estudantes e professores. Assim, a avaliacao
deixa de ser apenas um instrumento de verificacdo da aprendizagem e passa a atuar
diretamente no processo de ensino e aprendizagem, permeando-o e auxiliando-o ndo mais
como uma atividade em momentos estanques e pontuais (CERNY, 2001).

H4 uma busca por uma avaliagdo formativa que pode ser entendida como uma
pratica de avaliacdo continua, cujo objetivo ¢ melhorar a aprendizagem em curso,
contribuindo para o acompanhamento e orientagdo dos estudantes durante todo seu
processo de formac¢ao (PERRENOUD, 1999). O processo de avaliagdo continua pode
produzir uma grande massa de dados, requerendo procedimentos automaticos ou
semiautomaticos para o tratamento e analise dos dados. Nesse contexto, pesquisas vém
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sendo realizadas, investigando possibilidades de exploragdo dessas informacdes, através da
utilizacao de técnicas de mineracao de dados (ROMERO & VENTURA, 2007).

Pimentel et al. (2006) e Santos et al. (2012) relatam a aplicagdo de técnicas de
mineracdo em dados obtidos a partir de avaliagdes da aprendizagem. Porém, em seus
estudos, ndo se observa, durante a selecdo dos dados, a inclusdo de atributos que fagam
referéncia aos objetivos pedagdgicos planejados a serem alcangados pelos aprendizes.
Assim, este artigo, fruto de um Trabalho de Conclusio do Curso de Licenciatura em
Computacao da Universidade de Pernambuco, tem como objetivo (re)apresentar um
conjunto de atributos, elaborado a partir de uma taxonomia com fins educacionais, a
Taxonomia de Bloom (BLOOM et al., 1956; ANDERSON & KRATHWOHL, 2001), ¢ a
aplicagdo de técnicas de minerag¢do de dados em avaliagdes continuas da aprendizagem, que
viabilize realizar o mapeamento do conhecimento de estudantes.

A partir da proposta, torna-se possivel identificar quais contetdos € em que niveis
cognitivos eles foram assimilados pelos aprendizes, permitindo, assim, que estratégicas
pedagbgicas sejam adequadamente planejadas a grupos de estudantes que apresentem as
dificuldades identificadas. Para validar o estudo, sdo apresentados os resultados da
aplicacdo de trés técnicas de mineragdo sobre dados coletados a partir de avaliagdes de
aprendizagem provenientes de uma disciplina de Programacao.

O restante do artigo esta organizado como segue: a Secdo 2 apresenta conceitos de
mineracao de dados e trabalhos relacionados no ambito da educagdo. A Se¢do 3 apresenta
um modelo para aplicacdo de técnicas de mineracdo em dados coletados a partir de
avaliacdes da aprendizagem. A secdo 4 descreve um experimento realizado e seus
resultados. A Secdo 5 apresenta a analise dos padrdes encontrados. Por fim, na Se¢do 6, sdo
feitas algumas consideragdes acerca deste trabalho, incluindo as contribuigdes da pesquisa
realizada e direcionamentos para trabalhos futuros.

2. Minerac¢ao de Dados Educacionais

Com o avango das tecnologias computacionais, que permitem o armazenamento € o
processamento de um grande volume de dados, novas tecnologias t€ém sido desenvolvidas
para auxiliar na extracdao de informacdes dessas bases de dados, através de técnicas, como a
Descoberta de Conhecimento em Bases de Dados (Knowledge Discovery in Database —
KDD) e a Mineragdo de Dados (Data Mining — DM). Segundo  Fayyad (1996), KDD
consiste num processo de varias etapas, ndo trivial, interativo e iterativo, para identificagdo
de padrdoes compreensiveis, validos, novos e potencialmente Uteis. Por outro lado, o
processo de DM restringe-se a aplicacao de algoritmos para extracao de padroes (FAYYAD
et al.,2002).

Técnicas de mineragdo de dados podem ser aplicadas a uma variedade de contextos
de tomada de decisdo, podendo, também, minerar dados de alunos para verificar a relacao
entre uma abordagem pedagogica e o seu aprendizado e, através dessa informacado, o
professor poder compreender se sua abordagem estd realmente ajudando o estudante e
desenvolver métodos de ensino mais eficazes (BAKER ef al., 2011). Em sistemas
educacionais, o conhecimento descoberto pode ser util tanto para educadores e
profissionais responsaveis pela concepg¢do, planejamento, construcdo e manuten¢do dos
sistemas, quanto para os proprios estudantes que interagem com a aplicagdo. Romero &
Ventura (2007) afirmam que a descoberta do conhecimento pode ser orientada a diferentes
atores de acordo com os interesses particulares de cada um:
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= Orientada para estudantes: técnicas de mineracdo de dados sdo utilizadas para
recomendar atividades, recursos e tarefas que favoregam e melhorem a
aprendizagem do aluno. Isso pode ser feito por meio de sugestdes de links, baseadas
nas experiéncias de aprendizagem de outros estudantes, por exemplo;

= Orientada para educadores: objetiva fornecer feedback aos instrutores, avaliar a
estrutura do conteudo do curso e a sua eficdcia no processo de aprendizagem.
Também ¢ foco de interesse classificar grupos de estudantes baseado em suas
necessidades, descobrir padroes de aprendizagem regulares e irregulares, descobrir
os erros frequentes, descobrir atividades que sdo mais eficazes, organizar o
conteudo de forma mais eficiente para o progresso do aluno;

= OQOrientada para gestores educacionais: objetiva ter parametros para melhorar a
eficiéncia do sistema e adapta-lo ao comportamento de seus usudrios, ter medidas
sobre como melhor organizar os recursos institucionais (humanos e materiais),
melhorar a oferta de programas educacionais, entre outros.

Ha na literatura diversos trabalhos sobre mineragdo de dados educacionais. Como
eixos de pesquisa podem-se destacar: i) criacdo de alertas sobre perfis de alunos com risco
de evasdo ou reprovacdo (KAMPFF et al., 2008); ii) relagdo entre colaboragdo e a
aprendizagem de estudantes em ambientes de educagdo a distancia (PRATA et al., 2009);
ii1) agrupamento de alunos pelos problemas de aprendizagem (CORREIA ef al., 2011); iv)
ferramentas de minerag¢do de dados de facil uso destinadas a educadores e ndo especialistas
na area (PEDRAZA-PEREZ et al.,2011; MERCERON et al., 2005); v) modelo
automatizado para identificacdo de comportamentos inadequados em sistemas educacionais
(BAKER et al., 2006).

3. Uma Abordagem Inovadora para Mineraciao de Dados Educacionais

Para a definicdo e estruturagdo do modelo que viabilize realizar o mapeamento do
conhecimento de estudantes, um conjunto de atributos possiveis de serem extraidos de
disciplinas em curso ¢ proposto neste trabalho. O Quadro 1 apresenta tais atributos, junto
com as suas descricdes, tipos e dominio de valores que eles podem assumir.

Considerando que a clara e estruturada definicdo de objetivos educacionais pode
direcionar o processo de ensino para a escolha adequada de estratégias, métodos,
delimitagdo do contetido especifico, instrumentos de avaliacdo e, consequentemente, para
uma aprendizagem efetiva e duradoura (FERRAZ et al., 2010), a abordagem proposta foi
elaborada a partir de uma taxonomia de objetivos educacionais, a Taxonomia de Bloom
(BLOOM et al., 1956; ANDERSON & KRATHWOHL, 2001).

r

A Taxonomia de Bloom ¢ composta por trés dominios: Cognitivo, Afetivo,
Psicomotor; entretanto, o dominio cognitivo ¢ o mais conhecido e utilizado. No dominio
cognitivo, os objetivos foram agrupados em seis diferentes categorias e apresentados numa
hierarquia de complexidade. Na proposta original, as categorias desse dominio sao:
Conhecimento, Compreensao, Aplicacdo, Analise, Sintese e Avaliacdo. Porém, com a
incorporagdo de novos conceitos, recursos e teorias ao campo educacional, bem como os
avangos psico-pedagdgicos e tecnologicos, € a publicacdo de diversas experiéncias de
sucesso, no uso efetivo da taxonomia, os pressupostos teodricos que sustentam a pesquisa
original apresentada em 1956 foram reavaliados e, assim, a Taxonomia de Bloom foi
revisada e atualizada (ANDERSON & KRATHWOHL, 2001).
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Na taxonomia revisada, a base original das categorias foi mantida; todavia, ao
separar, conceitualmente, o conhecimento do processo cognitivo, ocorreram as seguintes
mudancas (KRATHWOHL, 2002): i) os aspectos verbais utilizados na categoria
Conhecimento foram mantidos, mas essa foi renomeada para Lembrar; ii) Compreensdo
foi renomeada para Entender; iii) Aplicacdao, Analise e Avaliacdo, foram alteradas para a
forma verbal Aplicar, Analisar ¢ Avaliar, respectivamente, por expressarem melhor a
acdo pretendida e serem condizentes com o que se espera de resultado a determinado
estimulo de instrugdo; iv) Sintese trocou de lugar com Avaliacao (Avaliar) e foi rebatizada
para a forma verbal Criar; v) os nomes das subcategorias existentes foram alterados para
verbos no gerandio.

Para identificar o nivel cognitivo em que os conteudos de uma disciplina especifica
foram assimilados pelos estudantes, as categorias da Taxonomia de Bloom revisada foram
incorporadas ao modelo aqui proposto.

Quadro 1. Atributos propostos para o mapeamento do conhecimento do estudante

Atributo Descricdo Tipo de Dado Dominio

1dAIUNG Cadigo que identifica o aluno participante da sesséo

de avaliacdo Numeric [1, n]

Codigo que identifica o nimero da sessdo de

ldSessao S PR Numeric [1, n]
avaliacdo e a sequéncia temporal
Cadigo que identifica uma questdo numa avaliacdo .
Iditem formativa Nominal [Qo1, Qn]
Conteudo Conteudo tratado no item avaliado Nominal [Co1, Cnl

LEM — Lembrar
ENT — Entender
Nivel cognitivo do item avaliado de acordo com a Nominal APL — Aplicar
Taxonomia de Bloom ANA — Analisar
AVA — Avaliar
CRI — Criar

NivelCognitivo

A-8>nota<10
B-6>nota<8
C-4>nota<6
D-2>nota<4
E— O>nota<?2
? — Auséncia de informacéo

Conceitoltem Grau de acerto do aprendiz no item avaliado Nominal

A-8>nota<10
B-6>nota<8

Nivel de desempenho do aprendiz numa Nominal C-4>nota<6
determinada avaliagdo formativa D-2>nota<4

E— O0>nota<?2

? — Auséncia de informacéo

ConceitoAvaliacao

APR — Aprovado

RotuloSomativa Rétulo da avaliagéo somativa Nominal REP — Reprovado

A partir do conjunto de atributos do Quadro 1, algumas questdes podem ser
formuladas na tentativa de descobrir conhecimento através dos algoritmos de
reconhecimento de padrdes. Eis alguns exemplos:

= Existe relacdo entre os niveis cognitivos da Taxonomia de Bloom e o desempenho
do aprendiz nas avaliagdes?

= Existe relagdo entre o desempenho do aprendiz e a sequéncia cognitiva com que um
conteido ¢ trabalhado: Os estudantes apresentam melhor desempenho, em
determinado conteudo, quando o mesmo é trabalhado primeiramente no nivel

Aplicar e posteriormente no nivel Entender?

= Existe relacdo entre o desempenho do aprendiz nas avaliagdes formativas e o
rendimento na avaliacdo somativa?

= Que agrupamentos homogéneos de estudantes podem ser identificados a partir de
seus desempenhos numa disciplina especifica?
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4. Experimentos e Resultados

Com o objetivo de verificar a adequagao do conjunto de atributos proposto, realizaram-se
experimentos, na disciplina Programacao Orientada a Objetos, do curso de Licenciatura em
Computagdao da Universidade de Pernambuco, ministrada no primeiro semestre de 2010,
onde havia 33 estudantes matriculados. A analise das médias das avaliagdes somativas
revelou uma taxa de sucesso de 24,24%, demosntrando a dificuldade encontrada por esses
alunos. A partir dessa realidade, passou-se a tentar identificar se, dentre os dados
disponiveis com o histérico das avaliagcdes formativas, haveria evidéncias que pudessem
destacar os fatores que dificultaram a aprendizagem.

A abordagem adotada na disciplina foi além da avaliacdo convencional, baseada no
rendimento alcangado pelo aluno em poucas provas, adotando-se avaliagdes formativas, ao
longo do processo de aprendizagem. Dentro desse escopo, foram considerados os dados
obtidos a partir de 11 sessdes de avaliacdo: 5 listas de exercicios, 4 miniprovas e 2 projetos.
Cada sessdo era composta por “n” enunciados de problemas, totalizando 890 exercicios a
serem avaliados pelo professor. Todas essas atividades antecederam as duas avaliagdes
somativas, ocorridas ao fim de cada bimestre, ¢ a andlise e interpretagdo desses dados
podem ser exploradas a fim de fornecer um melhor discernimento sobre o conhecimento e
dificuldades dos estudantes na aprendizagem.

As avaliacdes foram formuladas de modo a obter uma medida cognitiva, que
deveria retratar o real desempenho do estudante na resolucao de cada problema e seria
resultado do processo de corregdao do professor. Apdés a andlise dos enunciados dos
problemas, foi possivel classifica-los de acordo com os niveis da Taxonomia de Bloom.
Pelo fato de as questdes nao terem sido formuladas, tendo como referéncia uma taxonomia
de objetivos educacionais, uma limitagdo deste trabalho esta na classificagdo, ja que o
professor-autor poderia ter um objetivo diferente do apresentado nos enunciados e ter
equivocadamente utilizado um verbete de um nivel cognitivo que ndo desejava avaliar
naquele momento nos estudantes, levando, assim, a classificacdo de uma questdo em um
nivel superior ou inferior ao desejado pelo docente.

Para a realizagdo dos experimentos, a ferramenta WEKA, desenvolvida pela
Universidade de Waikato da Nova Zelandia (WITTEN & FRANK, 2005), foi utilizada.
Além disso, tendo em vista os objetivos almejados, as tarefas de Classificagio?,
Associagio’ e Agrupamento’ foram escolhidas. Para este trabalho, considera-se que o uso
dessas tarefas ¢ complementar e ndo competitivo. A escolha dos algoritmos, que
implementam as técnicas utilizadas nas tarefas mencionadas, baseia-se nos casos de
sucesso apresentados por trabalhos correlatos, destacados nas Secdoes 1 e 2, que

demonstraram que os algoritmos J4.8, Apriori e K-means obtiveram um bom resultado.

2 A classificacdo de dados consiste no processo de predizer a classe de um objeto segundo certos atributos de
predicdo (HAN & KAMBER, 2001).

? Segundo Carvalho (2000), uma regra de associagdo ¢ definida como: se X entdo Y ou X — Y, onde X ¢ Y
sdo conjuntos de itens no formato atributo-valor e X N'Y = ¢. Diz-se que X € o antecedente da regrae Y € o
consequente da regra. A meta é descobrir se X implica Y.

* A tarefa de agrupamento visa agrupar um conjunto de dados por algum critério de similaridade e,
diferentemente da tarefa de classificacdo, ndo devem ter sido previamente classificados (LOPES, 2003).
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4.1. Tarefa de Classificacao

Para esta tarefa, foi necessario escolher um atributo alvo e os atributos de predi¢do. Assim,
escolheu-se como atributo alvo o conceito obtido pelo aprendiz na avaliacdo, ou seja, o
nivel de desempenho do estudante numa determinada avaliagdo formativa: A, B, C, D, E ou
?. A questdo por tras desta escolha foi: O que determina o desempenho do aprendiz numa
avaliagdo formativa?.

O algoritmo da arvore de decisao escolhido foi o J4.8. A Figura 1 ilustra parte da
arvore gerada com base nos 890 registros transformados a partir dos dados originais.

=ANA = APL =AVA = CRI = ENT=LEM

< i

Figura 1. Parte da arvore de deciséo gerada com o atributo alvo ConceitoAvaliacao

Analisando os padrdes encontrados, podem-se ter as seguintes interpretagoes:
= Percebe-se que se o conceito obtido no item for igual a “B” (nota entre 6,0 e 8,0),
entdo o conceito final na avaliagdo formativa dependera do nivel cognitivo em que o
item foi classificado:
- Em 58 casos, exceto em 6, obtém-se conceito “B” na avaliacao formativa se o
item foi classificado no nivel Criar;
- Em 8 casos, obtém-se conceito “C” na avaliagdo formativa se o item foi
classificado no nivel Entender.
= Em 64 ocorréncias, exceto em 8, quando o estudante obtém o conceito “C” (nota
entre 4,0 e 6,0) no item, ele tem desempenho final “C” na avaliacdo formativa.

Pode-se concluir que, pela arvore de decisdo, o nivel cognitivo em que o item €
classificado interfere no desempenho final do aprendiz na avaliagdo formativa.

Ap0s a descrigdo da arvore de decisdo, outro atributo foi selecionado para analise.
Dessa vez, escolheu-se como atributo alvo o rétulo na avaliagdio somativa (APR -
Aprovado ou REP - Reprovado) e procurou-se responder a seguinte questdo: Existe relagdo
entre o desempenho do aprendiz nas avaliagoes formativas e o rendimento na avaliagdo
somativa?. A Figura 2 apresenta a nova arvore de decisdo gerada.

Figura 2. Arvore de decisdo gerada com o atributo alvo RotuloSomativa
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Analisando-se os padroes encontrados pelo algoritmo J4.8, representados na arvore

de decisao da Figura 2, pode-se realizar as seguintes leituras:

Percebe-se que, quando o estudante obtém o conceito “A” na avaliagcdo formativa, o
rotulo da avaliagdo somativa depende do ID da avaliagdo formativa, sendo:
- Rotulo APR (aprovado) se o ID da sessdo de avaliagao for superior a 5;
- Rotulo REP (reprovado) se o ID da sessdo de avaliacao for igual ou inferior a
5.
Nota-se também que, se o aprendiz obtém conceito “?”, “B”, “C”, “D” ou “E”, na
avaliacao formativa, o rotulo que ele recebe na avaliacao somativa ¢ REP.

Pode-se concluir que, com base nesses resultados, o desempenho pleno nas

avaliagoes formativas 6, 7, 8, 9, 10 e 11 ¢ determinante para a aprovagdo do estudante.
Outros atributos alvos podem ser selecionados para fins de analises comparativas.

4.2. Tarefa de Associa¢ao

A Figura 3 apresenta as 9 regras geradas pelo algoritmo de regras de associagdo Apriori.
Analisando-se os padrdes, as seguintes interpretacdes, dentre outras, podem ser feitas:

O~

Na regra 3, com confianca de 100%, tem-se 132 casos que, quando o contetido
Estruturas de Repeticdo, o nivel cognitivo explorado ¢ o Criar;

Na regra 4, com 100% de confianca, percebe-se que, quando o contetido ¢
Estruturas de Repeticdo ¢ o aprendiz obtém rotulo Reprovado na avaliagao
somativa, a abordagem de ensino fez uso do nivel Criar;

Na regra 8, com confianca de 93%, tem-se que, quando o contetido ¢ Arrays e ndo
houve fornecimento de informacao, pelo aprendiz, na resolugao de um item, o nivel
cognitivo empregado no questionamento foi o Criar.

W =] & s L Rk

. NivelCognitivo=CRI Conceitolvaliacac=? 210 ==»> Conceitoltem=? 210 <cont: (1)>

. NivelCognitivo=CRI Conceitolvaliacaoc=? RotulcSomativa=REF 168 ==> Conceitocltem=7 168 <conf: (1)>
. Conteudo=Estruturas de Repeticac 132 ==> NivelCognitive=CRI 132 <conf: (1)>

. Conteudoc=Estruturas de Repeticac RotulcScmativa=REP 100 ==> NiwelCeognitiwe=CREI 100 <conf: (1)>

. Conceitohvaliacac=? 314 ==> Conceitoltem=? 313 <conf: {1)>

. ConceitoAvaliacac=? RotuloSomativa=REP 264 ==» Conceitoltem=? 263 <cont: (l)>

. ConceitolAvaliacao=A RotuloSomativa=REPF 127 ==» Conceitoltem=A 119 <cont: (0.94) >

. Conteudo=Arrays Conceitcltem=2? 107 ==> NiwvelCognitiwvo=CRI 99 <conf: (0.93)>

. Conceitchvaliacac=Rk 198 ==> Cconceitocltem=A 120 <ceonf: (0.91)>

Figura 3. Regras de associacéo geradas pelo algoritmo Apriori

4.3. Tarefa de Agrupamento

Durante o treinamento foram feitos agrupamentos de 2 até 10 clusters (grupos). Identificou-
se que o agrupamento com 6 clusters resultou em centrdides mais determinantes para
formagdo de grupos homogéneos. A Figura 4 apresenta uma visdo dos 6 grupos obtidos
com o algoritmo de agrupamento (clusterizagdo) K-means na ferramenta WEKA, gerados
com base nos 890 registros transformados a partir dos dados originais da disciplina.
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Cluster#
Attribute Full Data a 1 2
{230) {113) {144) {351)
Conteudo Lrrays Lrrays Lrrays Estruturas de Repeticac
HivelCognitiwvo CEI ENT CEI CRI
ConceitolAvaliacao ? C B 2
RotuloSomativa REP AFR LFR REP
3 4 3
{122) {73) {87)
Componentes Graficocs do Pacote GUI + Objetcs e Classes Estruturacac de Sistemas em Camadas Brrays
RFL ENT CRI
R E E
REE EEE EEP

Figura 4 — Agrupamento em clusters

Analisando os clusters da Figura 4 ¢ possivel realizar algumas interpretacdes:

»  Cluster 0: Neste cluster com 113 ocorréncias de itens (13%), foram agrupados os
estudantes que alcancaram conceito “C” na avaliacdo formativa, composta por itens
que tratavam sobre Arrays, abordados no nivel Entender da Taxonomia de Bloom, e
que obtiveram rotulo APR (aprovado) na disciplina;

*  Cluster 1: Neste cluster com 144 ocorréncias de itens (16%), foram agrupados
estudantes que alcancaram conceito “B” na avaliagdo formativa, composta por itens
que abordavam o contetdo Arrays, tratado no nivel Criar da Taxonomia de Bloom,
e que obtiveram rotulo APR (aprovado) na disciplina;

* Cluster 2: Este cluster agrupa estudantes reprovados, que ndo responderam as
questdes (351 itens, perfazendo 39%) das avaliagdes formativas que tratavam sobre
Estruturas de Repeticdo, as quais foram classificadas no nivel Criar da Taxonomia
de Bloom;

* Cluster 3: Este cluster agrupa estudantes que realizaram satisfatoriamente as
questoes sobre Componentes Graficos do Pacote GUI e Objetos e Classes (14% do
total de itens), tratadas no nivel Aplicar, mas que, todavia, foram reprovados;

* Cluster 4: Foram agrupados, neste cluster, estudantes que obtiveram baixo
desempenho na resolucdo de itens (8% de 890) que tratavam sobre Estruturacdo de
Sistemas em Camadas que foram trabalhados no nivel Entender. No final da
disciplina, os alunos deste grupo foram rotulados como reprovados.

* Cluster 5: Representa estudantes com baixo desempenho na resolu¢do de itens
(10% de 890) de avaliagdes formativas que tratavam sobre Arrays, abordados no
nivel Criar. Os estudantes deste grupo foram rotulados como reprovados.

5. Analise dos Padroes Encontrados

Pela tarefa de Classificagcdo, foi possivel diagnosticar que existe relagdo entre os niveis
cognitivos da Taxonomia de Bloom e o desempenho do aprendiz, bem como entre o
desempenho do estudante nas avaliagcdes formativas e o rendimento nas somativas.

Através da andlise de padrdes de regras de associagdo, constatou-se que um dos
gargalos na aprendizagem da disciplina de Programacgao est4d no processo de criacdo (nivel
Criar da Taxonomia de Bloom), a exemplo de estruturas de repeti¢do e arrays. Este fator
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atrelado a outros tem influenciado no aumento dos indices de reprovacao da disciplina. Na
abordagem associativa, o uso do algoritmo Apriori gerou regras que parecem “Obvias”,
sugerindo, assim, que outros algoritmos associativos sejam testados. No experimento
descrito, o K-means foi utilizado. O uso desse algoritmo permitiu agrupar alunos pelas suas
dificuldades de aprendizagem na disciplina. Foi possivel, por exemplo, identificar um
grupo de aprendizes com dificuldades em Entender Estruturacao de Sistemas em Camadas
e outro composto por estudantes com problemas em Criar Arrays. Ambos os grupos foram
reprovados ao final do semestre.

Vale ressaltar que ainda nao ¢ possivel concluir se os resultados obtidos com essas
técnicas sao significativos. Porém, as informagdes descobertas poderdo ser utilizadas para
apoiar as reunidoes pedagogicas ¢ a tomada de decisao que favorecam a aprendizagem dos
estudantes.

6. Conclusoes, Contribuicoes e Trabalhos Futuros

Este trabalho apresentou uma abordagem inovadora para a identificagdo de problemas na
aprendizagem pela aplicagdo de técnicas de mineracdo em dados provenientes de
avaliagoes. Com os resultados, esta pesquisa demonstrou a viabilidade em se aliar técnicas
de mineracdo de dados a objetivos educacionais, sendo importante para a elaboracdo de
estratégias pedagogicas que favorecam a aprendizagem de estudantes com tendéncia a ndo
alcancgar desempenho satisfatorio. Assim, espera-se ter contribuido com a comunidade de
Informatica na Educagdo pela constru¢do de um modelo conceitual que possibilita
identificar o nivel cognitivo em que determinado conteudo foi assimilado por aprendizes de
determinada disciplina; por estruturar a proposta de maneira a permitir a sua adequagao nas
diversas areas do conhecimento e por viabilizar a aplicabilidade do modelo nas
modalidades de ensino presencial e a distancia.

Foram alcangados outros indicadores como parte do processo de pesquisa associado
a realizagdo deste trabalho de conclusdo de curso, como: 1) participacdo em eventos que
discutem Informatica na Educacdo e ii) publicagdo em conferéncia e revista nacionais
(FRANCA & AMARAL, 2013a; FRANCA & AMARAL, 2013b). Como trabalhos futuros,
pretende-se aprofundar os testes e andlise dos padrdes encontrados no estudo de caso
realizado, bem como replicar o método proposto em outras turmas e avaliar a intervengao
dos resultados. Somado a isso, planeja-se incorporar ao conjunto de atributos apresentado
outros dados que carreguem informacdes a despeito das estratégias utilizadas pelos
estudantes na resolucao das atividades propostas.
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