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Abstract. This paper presents a proposal that aims at equipping a ubiquitous
computing environment with tools that enables a user to reach a set of compe-
tences. The approach makes use of learning objects suited to the user’s learning
style, which can be automatically determined by the system. In order to achieve
a set of competences, a sequence of learning objects should be presented to the
user. In this article we show that a sequence of learning objects can be obtained
by means of evolutionary strategies and search algorithms. Experiments carried
out indicate that better results can be obtained with evolutionary algorithms.

Resumo. Este artigo apresenta uma proposta que tem como objetivo dotar um
ambiente de computação ubíqua de ferramenta que possibilite prover ao usuá-
rio um mecanismo para reforço ou alcance de um conjunto de competências.
A abordagem faz uso de objetos de aprendizagem adequados ao seu estilo de
aprendizagem, que pode ser determinado automaticamente pelo sistema. Para
alcançar um conjunto de competências, faz-se necessário um sequenciamento
de objetos de aprendizagem a serem apresentados, o que foi obtido por meio
de estratégias evolucionárias e algoritmos de busca. Nos experimentos reali-
zados, mostra-se que melhores resultados podem ser obtidos com algoritmos
evolucionários.

1. Introdução
Computação ubíqua é conhecida como a terceira onda da computação, a qual visa tornar
os dispositivos computacionais mais integrados à vida das pessoas [Weiser 1991]. Sua
idéia é auxiliar as pessoas na realização de atividades diárias, de maneira transparente e
não intrusiva. No domínio educacional, esse tecnologia pode apoiar instrutores e alunos
no processo de ensino-aprendizagem, permitindo acesso ao conhecimento em qualquer
lugar e a qualquer momento. Captura e acesso multimídia e ciência de contexto são
dois importantes temas em pesquisas de computação ubíqua. Enquanto o primeiro pro-
duz automaticamente um grande volume de mídias digitais (por ex., vídeo, áudio, slides,
comentários de texto), o segundo oferece meios adequados para integrar e acessar tal con-
teúdo. Ao fundir os dois conceitos, os usuários podem se beneficiar de ferramentas que
lhes permitam recuperar, visualizar e interagir com os artefatos de mídia capturados.

Neste artigo, conceitos de computação ubíqua são explorados no domínio educa-
cional a partir de uma arquitetura de acesso contextual desenvolvida para personalização
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e recomendação de conteúdo multimídia interativo capturado em ambientes educacionais
instrumentados. Essa arquitetura utiliza uma abordagem que considera informações de
contexto, preferências do usuário e restrições de apresentação, de modo a personalizar
a experiência de acesso, adequando-a às necessidades dos usuários. Como estudo de
caso, as propostas foram implementadas no Classroom eXperience [Araújo et al. 2013] –
é uma plataforma de computação ubíqua para captura multimídia concebida para gravar
automaticamente as aulas ministradas e disponibilizá-las posteriormente aos alunos.

Um ambiente de computação ubíqua, tal qual o Classroom eXperience, deve ser
estendido para incluir maiores funcionalidades de personalização do conteúdo a ser apre-
sentado ao aluno. Dado que se tem um volume enorme de mídias, que em essência são
objetos de aprendizagem, torna-se útil ter uma ferramenta que possa fornecer ao aluno ob-
jetos de aprendizagem que irão propiciar-lhe atingir determinadas competências. Para isto
será necessário um mecanismo que possa gerar uma seqüência de materiais educacionais
que, uma vez assimilados, irão fazer com que a competência desejada seja alcançada.

O trabalho descrito neste artigo mostra o processo de planejamento de uma
seqüência de conteúdos para atingir um determinado objetivo educacional. Para isto
considera-se que os conteúdos serão representados na forma de objetos de aprendizagem.
Os objetivos educacionais ou competências a serem atingidas também serão descritos
por meio de objetos de aprendizagem. Desta forma ter-se-á um conjuntos de objetos de
aprendizagem que deverão ser dispostos numa ordem de apresentação que leve em consi-
deração determinadas restrições. Por exemplo, um objeto de aprendizagem não pode ser
apresentado sem que outro, considerado como seu pré-requisito, tenha sido apresentado
primeiramente. Para isto, um primeiro esforço para a solução do problema foi feito com
computação evolutiva, em particular Algoritmos Genéticos. São levados em consideração
o perfil do estudante, caracterizado pelo seu estilo de aprendizagem, e estado cognitivo,
como forma de garantir uma personalização do conteúdo.

O artigo está organizado como descrito a seguir. Na Seção 2 são descritos traba-
lhos relacionados à abordagem apresentada. A Seção 3 apresenta a plataforma Classroom
eXperience. A Seção 4 descreve o mecanismo para diagnóstico do estilo de aprendizagem
do aluno, necessário para o sequenciamento de objetos de aprendizagem. O processo de
sequenciamento do conteúdo usando computação evolutiva é apresentado na Seção 5 e os
resultados obtidos aparecem na Seção 6. Na Seção 7, é feita a conclusão do trabalho.

2. Trabalhos Relacionados
Adaptatividade desempenha um papel importante na aprendizagem ubíqua, objetivando
proporcionar aos estudantes material de aprendizagem adaptado e personalizado, ativida-
des, e informações no lugar e momento certos. Neste sentido, um dos aspectos importan-
tes a ser considerado é a identificação do estilo de aprendizagem do usuário, permitindo
que objetos de aprendizagem se adequem ao seu perfil e lhe propiciem, assim, um trata-
mento personalizado.

Alguns trabalhos recentes têm apresentado propostas para detecção automática de
estilos de aprendizagem (EAs) [Graf and Viola 2009, Limongelli et al. 2009]. Essas pro-
postas utilizam sistemas de inferência determinísticos baseados em padrões de compor-
tamento pré-definidos do estudante, de forma que, através de seu comportamento e ações
no sistema, possam inferir seus EAs. [Graf et al. 2009, Graf and Viola 2009] discutem
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padrões de comportamento considerados relevantes para identificação de cada EA.

Sistemas de inferência determinísticos, baseados em padrões de com-
portamento pré-definidos, ignoram importantes considerações relacionadas aos
aspectos dinâmicos e não-determinísticos de EA e do comportamento do es-
tudante [Marzano and Kendall 2007, Messick 1976, Felder and Spurlin 2005,
Roberts and Erdos 1993]. Nesse contexto, a abordagem ora apresentada apresenta
avanços ao considerar, de forma probabilística, os EAs dos estudantes.

Além da determinação do estilo de aprendizagem do aluno, faz-se necessário o
uso de mecanismos que gerem atividades que propiciem a satisfação de um dado objetivo
educacional ou competência a ser adquirida por um estudante. Na obtenção de uma ou
mais sequências podem ser necessários diversos objetos de aprendizagem. Trabalhos
desenvolvidos nesse contexto se enquadram dentro do processo de geração automática de
currículo. De maneira geral, objetiva-se o sequenciamento de objetos de aprendizagem
que propiciem o alcance de uma determinada competência. Trata-se de um problema NP-
Hard [S. and Menai 2011], pois faz-se necessário uma ordenação dos objetos levando-se
em conta restrições existentes entre eles.

Várias abordagens e técnicas de sequenciamento de objetos de aprendiza-
gem têm sido propostos na literatura, entre os quais pode-se citar: sequenciamento
baseado em regras [De Bra and Calvi 1998]; sequenciamento baseado em planeja-
mento [Limongelli et al. 2009]; sequenciamento baseado em grafos, como encontrado
no sistema Intelligent Web Teacher [Sangineto et al. 2008]; sequencimento baseado em
redes bayesianas, tal como no sistema BITS [Butz et al. 2004]; sequenciamento base-
ado em PSO (Particle Swarm Optmization) [de Marcos et al. 2007]; e computação evolu-
tiva [S. and Menai 2011]. No entanto, cada solução tem seus pontos fortes e limitações.
A pergunta “Qual é o melhor algoritmo de sequenciamento para usar em um ambiente
de aprendizagem?” é difícil de ser respondida, havendo muitas variáveis que podem afe-
tar essa escolha [Limongelli et al. 2010]. Em função disso, optou-se pela abordagem de
Computação Evolutiva com o objetivo de identificar seus pontos fortes e limitações e,
assim, adequá-la a nossa plataforma de computação ubíqua.

3. A Plataforma Classroom eXperience
A plataforma Classroom eXperience (CX) é uma plataforma de captura multimídia conce-
bida para gravação automática de aulas e sua disponibilização posterior aos alunos. Com
o CX é possível capturar, armazenar e acessar conteúdo multimídia capturado em salas
de aula instrumentadas com lousas eletrônicas, microfones, câmeras de vídeo e projeto-
res, sincronizando os diversos fluxos de mídia capturados por cada dispositivo e gerando
documentos hipermídia em diferentes formatos de apresentação. Tal abordagem permite
a personalização da apresentação do conteúdo capturado de acordo com as preferências e
o contexto de acesso de cada estudante [Araújo et al. 2013].

Sem alterar a dinâmica convencional das aulas, o CX utiliza recursos de compu-
tação ubíqua para auxiliar tanto instrutores, no processo de captura de aulas, quanto estu-
dantes, no processo de acesso ao conteúdo ministrado. O CX conta com componentes de
software especializados para gravar as atividades educacionais, sincronizar os diferentes
fluxos de mídia gerados e disponibilizar o conteúdo através de uma interface amigável.
Todos os componentes foram desenvolvidos utilizando a linguagem Java com suporte a
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bibliotecas Web. Além disso, as informações da aplicação, bem como o conteúdo gerado
são armazenados em banco de dados PostgreSQL.

4. Estilos de Aprendizagem

Um grande número de estudos atesta que a aprendizagem é facilitada se as estra-
tégias pedagógicas estiverem de acordo com os EAs do estudante, tornando o pro-
cesso de aprendizagem mais efetivo e melhorando consideravelmente sua performance
[Graf et al. 2008, Kinshuk et al. 2009, Graf et al. 2009]. Baseado em tal fato, os autores
têm desenvolvido uma abordagem que, de forma automática, dinâmica e probabilística,
modela um EA do estudante.

A teoria de EAs, que dá suporte ao trabalho sendo desenvolvido, é o modelo de EA
proposto por [Felder and Silverman 1988], o Felder-Silverman’s Learning Styles Model
(FSLSM). O FSLSM se destaca dos demais por combinar os principais modelos de EA,
conforme alerta [Kinshuk et al. 2009]. Na abordagem proposta, os EA dos estudantes são
armazenados através de distribuições de probabilidades no modelo do estudante (ME),
indicando as probabilidades de preferência por cada EA dentro de cada uma das quatro
dimensões do FSLSM, chamados aqui de EA probabilísticos (EAp). Então, tem-se um
ME probabilístico em que EA são tratados pelo sistema como probabilidades, e não como
certezas. A Tabela 1 apresenta um exemplo de EAp no ME, representando um estudante
que provavelmente é Reflexivo, Intuitivo, Verbal e Sequencial.

Tabela 1. Exemplo de Inicialização dos EAp

EA Probabilísticos (EAp)
Processamento Percepção Entrada Organização

Ativo Reflexivo Sensitivo Intuitivo Visual Verbal Sequencial Global
0,28 0,72 0,09 0,91 0,45 0,55 0,82 0,18

Os processos de modelagem automática e dinâmica dos EAp do estudante, e de
seleção das estratégias de ensino, reforço e remediação, são baseados na seleção dinâmica
de uma combinação de estilos de aprendizagem (CEA) que defina uma ação pedagógica
apropriada a ser tomada em determinado momento. Uma CEA é uma tupla formada por
4 estilos de aprendizagem, cada um pertencente a uma dimensão do FSLSM, conforme
apresenta a Definição 4.1.

Definição 4.1 Combinação de estilos de aprendizagem (CEA)
CEA = (a, b, c, d|a ∈ D1, b ∈ D2, c ∈ D3, d ∈ D4)
considerando:
D1 = {Ativo(A), Reflexivo(R)};
D2 = {Sensitivo(S), Intuitivo(I)};
D3 = {V isual(V i), V erbal(V e)};
D4 = {Sequencial(Seq), Global(G)}.

Desta forma, existem 16 (24) possíveis CEAs. A cada seção de aprendizagem
do curso, seleciona-se estocasticamente uma CEA de acordo com sua probabilidade
de preferência pelo estudante, dada por P, de acordo com (1). Consequentemente, a
probabilidade da CEA (A, S, V i, Seq) ser selecionada é dada por P (A, S, V i, Seq) =
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0, 28 × 0, 09 × 0, 45 × 0, 82. A CEA selecionada define a estratégia pedagógica a ser
adotada na apresentação do conteúdo do curso durante uma sessão de aprendizagem.

P (a, b, c, d) = Pra × Prb × Prc × Prd (1)

Considera-se, então, que o estudante pode, com maior ou menor probabilidade,
pertencer a qualquer uma das 16 categorias pedagógicas dadas pelas 16 CEAs. Então,
pode-se dizer que temos uma classificação probabilística e dinâmica dos estudantes, que
estocasticamente se enquadram a estas categorias pedagógicas ao longo do processo de
aprendizagem com maior ou menor probabilidade. Com isto, espera-se produzir um me-
lhor tratamento da incerteza inerente à inferência da categoria pedagógica à qual um es-
tudante pertence.

O processo de modelagem automática e dinâmica de um EA é implementado por
um algoritmo de aprendizagem por reforço cuja especificação é dada a seguir.

• Estados (S): Valores de EAp e nível cognitivo armazenados no ME;
• Ações (A): Ações que o sistema pode executar, com intuito de ensinar o conteúdo

maximizando a qualidade da performance do estudante, durante o processo de
aprendizagem, ou seja, as CEAs dadas pela Definição 4.1;
• Percepção do ambiente (I : S → S): Indica como o sistema percebe o estado do

estudante. Por exemplo, um SAIE pode perceber o estado cognitivo do estudante
através da avaliação de seu conhecimento por meio de testes ou exames;
• Reforço (R : S × A → <): Essa função define os sinais de reforço a serem

aplicados no aprendizado das melhores CEAs para um estudante;
• Função valor-ação, ou ganho (Q : S × A → <): Esta função estima a utilidade

de se adotar determinada CEA (ação), considerando determinado estado (EAp),
fornecendo um método de avaliação para as ações do sistema. Esta função é dada
por (1), e associa uma ação a um número real, denominado ganho, e estima quão
boa determinada CEA é em determinado estado.

Maiores detalhes sobre o algoritmo podem ser obtidos em [Dorça et al. 2012].

5. Objetos de Aprendizagem e Sequenciamento: Conceitos e Aspectos
Metodológicos

Neste trabalho considera-se que objetos de aprendizagem podem representar competên-
cias a serem alcançadas e são adequados ao perfil do usuário com base no seu estilo de
aprendizagem obtido de acordo com o procedimento especificado na 4. Dado que geral-
mente teremos um conjunto de competências a serem adquiridas, isto significa que será
necessário que o usuário trabalhe com um conjunto de objetos de aprendizagem. Tem-
se então o chamado problema do sequenciamento dos objetos de aprendizagem. Dado
uma sequência aleatória de objetos de aprendizagem, o problema consiste em determi-
nar uma sequência ordenada dos mesmos levando-se em conta as restrições existentes.
O uso de objetos de aprendizagem para representar competências e as possíveis restri-
ções existentes entre as mesmas, bem como a técnica usada para resolver o problema do
sequenciamento são apresentados nas subseções seguintes.
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5.1. Competências

O trabalho desenvolvido foi estabelecido levando-se em conta as competências a serem
adquiridas pelo usuário. As competências podem ser descritas como “entidades multidi-
mensionais constituídas por conhecimento, habilidades e fatores psicológicos que surgem
de forma integrada como um comportamento em função de uma interação com o ambi-
ente” [García et al. 2010].

Existem diversas iniciativas objetivando padronizar a definição de competência
de tal modo que ela poderia ser feita por máquinas. Por exemplo, o comitê IEEE-LSTC
define que padrão para uma tecnologia de aprendizagem corresponde a um padrão para
definicão de competências que podem ser reusadas. Ainda de acordo com a nomenclatura
IEEE, um registro de competência é chamado de Definição de Competência Reusável. A
definição de uma competência reusável pode ser feita, num nível mínimo, pela sequên-
cia de dois objetos de aprendizagens: um estabelecendo objetivos educacionais a serem
alcançados e outro correspondendo um pré-requisito a ser satisfeito. Informações espe-
cificando objetivos, pré-requisitos e outros dados de interesse são denominados de meta-
dados dos objetos de aprendizagem e devem aparecer na especificação dos objetos. No
trabalho que foi desenvolvido, adotou-se o padrão LOM (Learning Object Metadata) para
especificação de metadados. Esse padrão é caracterizado pela especificação de uma série
de registros que descrevem os metadados. Maiores detalhes sobre metadados relativos ao
LOM podem ser obtidos em [IEEE 2010].

Em função do exposto, tem-se que o objetivo a ser alcançado é fazer com que o
usuário assimile um conjunto de competências. Assim sendo, teremos um conjunto de ob-
jetos de aprendizagem não ordenados que correspondem às competências desejadas. Um
cuidado deve ser tomado ao se apresentar os objetos de aprendizagem aos usuários: não
é conveniente apresentar um determinado objeto de aprendizagem sem antes apresentar
outro(s) que correspondam aos seus pré-requisitos. Desta forma, torna-se necessária uma
correta ordenação ou sequenciamento dos objetos, que é a solução para o problema do
sequenciamento de objetos. Neste trabalho, foram utilizadas duas técnicas para resolver
o problema do sequenciamento: estratégias evolucionárias e algoritmos de busca.

5.2. Estratégias Evolucionárias

Para realizar o planejamento sequencial dos objetos de aprendizado foram utilizadas estra-
tégias evolucionárias. Essas estratégias têm como base o processo de evoluir as soluções
com base em gerações. O processo consiste em um conjunto de passos. Inicialmente é
realizada a geração aleatória da população inicial. A população consiste em um grupo
de indivíduos, cujo tamanho pode variar de acordo com os experimentos. Cada indiví-
duo corresponde a uma possível solução de um dado problema. Após gerar a população
inicial, são executados métodos de evolução. A evolução, também chamada de geração,
consiste primeiramente na seleção de indivíduos da população. São selecionados pares
de indivíduos (pais), e, utilizando o processo de crossover e mutação, são gerados novos
indivíduos (filhos). Após a geração das novas soluções, é realizada a seleção natural.
Este procedimento é responsável por eliminar as piores soluções, mantendo a população
sempre com o mesmo tamanho e com os melhores indivíduos.

Para o problema dos objetos de aprendizado, cada indivíduo corresponde a uma
sequência de objetos de aprendizado ordenados de acordo com as restrições e competên-
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cias. Muitos indivíduos possuem restrições que podem não ser satisfeitas pela sequência
de objetos. Desse modo, o objetivo é que as estratégias encontrem as sequências que
satisfarão todas as restrições.

Para avaliar o quão bom é um indivíduo, é realizado o cálculo da aptidão. Essa
aptidão, comumente chamada de fitness, tem como base as restrições e a posição de cada
objeto de aprendizado. O fitness do trabalho é expresso pela equação fitness(s) =∑n

i=1 i ∗ pr(si) [García et al. 2010], onde a variável s corresponde a uma sequência de
objetos e pr(si) é o total de requisitos não satisfeitos para o objeto na posição i.

A Tabela 2 mostra uma sequência com 6 objetos e seus respectivos requisitos e
competências. Cada competência foi representada por uma letra. Neste caso o objeto
LO1 não possui nenhum requisito. Já LO2 tem seu requisito satisfeito pelo resultado de
LO1. Em seguida, LO3 possui os requisitos E e F que não são satisfeitos. Esse processo é
realizado para cada objeto e ao final a aptidão é dada por fitness(s) = 1 ∗ 0+ 2 ∗ 0+ 3 ∗
2 + 4 ∗ 0 + 5 ∗ 1 + 6 ∗ 0 = 11.

Tabela 2. Sequência de objetos com as respectivas restrições e competências.
Sequência de Objetos LO1 LO2 LO3 LO4 LO5 LO6

Requisitos B C, E, F C, D F, K G
Competências B C, D G F H K

Este trabalho utiliza duas abordagens evolucionárias, sendo o algoritmo genético
tradicional e o algoritmo steady state [Luke 2013]. A diferença fundamental desses pro-
cedimentos é que, enquanto o algoritmo genético seleciona vários pares de indivíduos
durante uma evolução, o steady state escolhe apenas um par. O objetivo do steady state é
que ele exerça uma pressão seletiva maior [Luke 2013]. Outro ponto que diverge entre es-
ses métodos é que o algoritmo genético possui como parâmetro de parada um número fixo
de gerações e o steady state pára de executar após um número de iterações sem evolução.

Para realizar a seleção dos indivíduos que sofreram crossover, foram usadas três
técnicas, sendo por roleta, torneio e aleatório. A roleta realiza uma seleção de acordo
com um sorteio considerando o percentual de quão bom são os indivíduos. Já o torneio
necessita de um parâmetro inicial n que determina quanto elementos serão inicialmente
selecionados através da roleta. Uma vez escolhidos os n indivíduos o melhor dentre eles é
dado como resultado do torneio. Por último, o método aleatório apenas escolhe de forma
aleatória os indivíduos.

Existem diversos métodos de crossover, sendo que neste trabalho foi usado o
PMX. O crossover PMX consiste em selecionar uma região de cada indivíduo e, pos-
teriormente, é realizada a troca dos objetos dentro do intervalo da região selecionada. A
Figura 1 exibe o crossover PMX.

A partir de dois indivíduos, chamados de pais, são gerados dois novos filhos. No
primeiro passo é selecionada um intervalo de objetos de cada pai. No segundo passo é
realizada a troca dos objetos dentro do intervalo. Posteriormente, no passo 3, são verifi-
cados quais objetos se repetem para cada indivíduo. Ao final, é realizada mais uma troca
dos objetos repetidos seguindo a mesma sequência em que ocorreram as repetições.

Cada indivíduo possui uma probabilidade de ocorrer mutação. Essa probabilidade
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Figura 1. Passo a passo do crossover PMX.

é definida no início da execução. Neste trabalho, a mutação realiza uma simples troca
de posição de um objeto. Após a mutação todos os novos indivíduos são adicionados a
população atual. Posteriormente, a seleção natural remove os piores indivíduos com o
objetivo de manter a população com o mesmo tamanho inicial. Ao final, se a solução
ótima foi encontrada ou o critério de parada foi satisfeito, o melhor indivíduo é dado
como solução. É importante lembrar que o critério de parada para o algoritmo genético
e o steady state são, respectivamente, o número de gerações e o limite de iterações sem
melhoria da solução.

6. Resultados

Para avaliar a aplicação das estratégias evolucionárias e dos algoritmos de busca, foram
realizados vários experimentos. Cada experimento foi executado 100 vezes e o resultado
final é dado pela média dos resultados. Foram utilizados 9 diferentes conjuntos de objetos,
sendo que cada grupo possui, respectivamente, as quantidades de 10, 20, 30, 40, 50,
60, 70, 80 e 90 objetos. Esses objetos foram gerados aleatoriamente com o número de
restrições e competência variando de 0 a 4.

Os experimentos foram separados em quatro grupos. Em cada grupo foram al-
terados os parâmetros com o objetivo de buscar melhores resultados. O primeiro grupo
utilizou o algoritmo genético tradicional com população contendo 50 indivíduos. O cri-
tério de parada consiste em encontrar o fitness ótimo (igual a 0) ou alcançar o número de
gerações. O máximo de gerações foram de 100 e 200. Para o processo de seleção foram
usados os métodos de roleta, aleatório e torneio 3. Foi usada uma mutação com proba-
bilidades de 4%, 10% e 20%. No segundo grupo foram utilizados os mesmo parâmetros
do primeiro grupo, sendo alterado apenas para o algoritmo steady state. Já no terceiro
grupo foi aplicado o algoritmo de busca Hillclimb. Por último, o quarto grupo utilizou o
algoritmo de buscar A∗.

Para avaliar os experimentos foram considerados os valores de fitness e o tempo
necessário para geração das soluções. Dentre os algoritmos de busca, o Hillclimb foi
aquele que encontrou os melhores resultados. Já considerando as técnicas evolutivas,
os melhores resultados foram obtidos ao utilizar o algoritmo genético tradicional com
50 indivíduos, 200 gerações, seleção por roleta 3, crossover PMX e taxa de mutação de
20%. Comparando as técnicas de busca e algoritmo evolutivo, de modo geral os melhores
resultados foram obtidos pelo algoritmo evolutivo. A Figura 2 mostra, respectivamente,
os resultado do Fitness e tempo para geração das soluções comparando a busca Hillclimb
e o algoritmo evolutivo.
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Figura 2. Fitness e tempo de processamento de acordo com a quantidade de
objetos de aprendizagem.

7. Conclusão
A abordagem descrita neste artigo representa um esforço inicial de se integrar a um ambi-
ente educacional ubíquo um processo de sequenciamento automático de objetos de apren-
dizagem de modo a permitir ao aluno a aquisição de determinadas competências. Os ob-
jetos de aprendizagem que serão apresentados ao aluno levam em consideração seu estilo
de aprendizagem, que pode ser obtido dinamicamente. Na solução do problema de se-
quenciamento de objetos considerou-se estratégias evolucionárias e uma técnica de busca
e, pelos experimentos realizados, chegou-se a resultados melhores fazendo uso de um al-
goritmo evolucionário steady-state. Trabalhos futuros serão realizados no sentido de se
consolidar os algoritmos delineados à plataforma CX, obter melhores funções de fitness
bem como explorar novas técnicas de sequenciamento de objetos de aprendizagem.
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