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Resumo 4 medida que a quantidade de objetos de aprendizagem (OAs) cresce rapidamente dentro dos
repositorios, aumenta a necessidade de desenvolver novas abordagens para a avalia¢do da
qualidade dos mesmos sem depender exclusivamente do trabalho humano. A disponibilidade de
metadados avaliativos dentro de alguns repositorios abriu a possibilidade de contrastar carac-
teristicas intrinsecas dos OAs permitindo descobrir medidas associadas com a qualidade dos
mesmos e que podem ser utilizadas no processo de geracdo de modelos para a avalia¢do auto-
madtica da qualidade. O presente trabalho descreve os primeiros resultados obtidos com tal
abordagem utilizando informagoes coletadas do repositorio MERLOT. Os resultados encontra-
dos aqui apontam para a exequibilidade da abordagem para os subconjuntos avaliados, e refor-
¢am a ideia de que os modelos para avaliagdo automdtica da qualidade devem ser desenvolvi-
dos levando em consideragdo as diversas combinagoes possiveis entre as categorias de discipli-
na e os tipos de materiais disponiveis no repositorio. O trabalho também apresenta dois possi-
veis cenarios para a utilizagdo dos modelos dentro de um repositorio.
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Abstract As the amount of learning objects is rapidly growing inside the existing repositories, there is an
urgent need to create new approaches for evaluating their quality without relying only on hu-
man work. The availability of evaluative metadata inside some repositories has opened the pos-
sibility of contrasting intrinsic features of the resources in order to discover metrics associated
to quality that can be used for the generation of models for automated quality assessment. The
present work describes the first results of such approach by using data of learning objects col-
lected from the MERLOT repository. The results found here point out the feasibility of such
approach for the evaluated subsets, and reinforce that models for automated quality assessment
must be developed taking into consideration the many possible combinations of categories of
discipline and types of materials available in the repository. The present work also presents two
possible usage scenarios for the models once they are implemented inside a repository.
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1 Introducao

Objetos de aprendizagem (OAs) sdo normalmente de-
finidos como recursos digitais que podem ser utilizados e
reutilizados em contextos educacionais de maneira a
ajudar no processo de ensino e aprendizagem. Diversas
abordagens para avaliagdo da qualidade dos OAs vem
sendo propostas nos ultimos anos [1] [2] [3] [4] [5] [6],
entretanto ainda ndo existe consenso sobre o que exata-
mente constitui um objeto de boa qualidade, nem tam-
pouco sobre qual a melhor maneira de conduzir o proces-
so de avaliagdo da qualidade. Na realidade, como a pro-
pria defini¢@o do termo “objeto de aprendizagem” ainda ¢é
motivo de controvérsias e discussdes, ndo ¢ dificil inferir
que o seu conceito de qualidade ird depender dessas mui-
tas definigdes existentes e dos inimeros contextos em que
esses recursos sao utilizados.

A grande disseminacdo de OAs na internet tornou im-
praticavel depender somente do esforco humano para
avaliar a qualidade desses recursos, e criou a necessidade
de alternativas de avaliacdo automatica que pudessem
minimizar tal trabalho. A atual abundéancia de OAs dentro
de repositorios [7] ¢ a disponibilidade de informagdes
contextuais sobre os mesmos que sdo fornecidas pela
comunidade de usudrios — também chamados de metada-
dos avaliativos (evaluative metadata) [8] — abriu a possi-
bilidade de buscar por medidas intrinsecas dos OAs que
possam servir como potenciais indicadores de qualidade,
€ que por sua vez, possam ser utilizadas na geracdo de
modelos para a avaliagdo automatica dos mesmos. Em
outras palavras, OAs que contém metadados avaliativos
(pontuagdes, comentarios, recomendacdes) podem ser
divididos em classes de acordo com a qualidade associa-
da a eles (por exemplo, entre bons e ndo-bons) e suas
informagdes intrinsecas podem ser comparadas com o
objetivo de verificar se existem diferengas significativas
entre essas classes. As medidas intrinsecas que apresen-
tam diferengas entre as classes sdo a base para o desen-
volvimento de perfis de OAs altamente pontuados (de
alta qualidade) que por sua vez podem ser utilizados no
desenvolvimento de modelos para a avaliagdo automatica
da qualidade dos recursos.

Tal abordagem foi anteriormente aplicada com suces-
so por [9] na area de avaliacdo da qualidade de websites,
onde os autores desenvolveram perfis de websites alta-
mente pontuados com base nas notas (ratings) dadas
pelos juizes do 2000 Webby Awards'.

Mais recentemente, [10] desenvolveram perfis de

! Prémio internacional de reconhecimento pela exceléncia de
websites concedido pela Academia Internacional de Artes e
Ciéncias. http://www.webbyawards.com/index.php.
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OAs altamente pontuados disponiveis no repositorio
MERLOT e geraram modelos utilizando Analise Discri-
minante Linear (LDA) com base em 13 caracteristicas
intrinsecas dos OAs. Os modelos gerados foram capazes
de classificar recursos entre bom e nao-bom com 72,16%
de precisdo e entre bom e ruim com 91,49% de precisao.
Entre outras conclusdes, os autores relataram que os
perfis de OAs altamente pontuados devem ser desenvol-
vidos levando em consideragdo as muitas possibilidades
de interseccdes entre as diferentes disciplinas e tipos de
materiais existentes no MERLOT, assim como também
os diferentes grupos de avaliadores que pontuaram os
recursos (se sdo formados por especialistas ou pela co-
munidade de usudrios). Por exemplo, os modelos menci-
onados foram criados para materiais do tipo Simulagdo
que pertencem a disciplina de Ciéncia e Tecnologia, ¢
considerando a perspectiva das pontuagdes fornecidas
pelos avaliadores especialistas (peer-reviewer ratings).

No trabalho anteriormente mencionado foram testados
apenas modelos LDA para a avaliacdo de qualidade dos
recursos do tipo Simulagdo pertencentes a disciplina de
Ciéncia e Tecnologia. Em um segundo trabalho [11] os
autores também testaram modelos para dois novos sub-
conjuntos e utilizando mineragdo de dados a partir de
cinco algoritmos de classificagdo diferentes. Apesar dos
autores terem encontrado resultados inicialmente favora-
veis (com classificacdo correta da qualidade de aproxi-
madamente 85% dos OAs), tais resultados apresentavam
apenas os percentuais de classificagdo geral de cada mo-
delo. O presente trabalho continua a investigacao iniciada
por [10] e [11] a partir da avaliagdo detalhada do desem-
penho dos modelos para a avaliagdo automatica da quali-
dade dos OAs gerados a partir de LDA e a partir dos
seguintes algoritmos de classificagdo: J48, SimpleCart,
PART, Rede Neural Multilayer Perceptron ¢ Redes Baye-
sianas. Esse trabalho também descreve dois possiveis
cenarios para a utilizacdo dos modelos uma vez que os
mesmos estejam devidamente implementados em um
repositorio, sendo que cada cendrio envolve atores dife-
rentes e acontecem em estagios particulares do ciclo de
vida de um OA.

O restante desse artigo estd estruturado da seguinte
maneira: a se¢do 2 apresenta brevemente alguns trabalhos
relacionados com a avaliagdo automatica de OAs. A
se¢do 3 descreve o repositorio MERLOT e os metadados
avaliativos mais importantes disponiveis no mesmo. A
secdo 4 explica a metodologia aplicada no presente estu-
do e a secdo 5 apresenta os principais resultados alcanga-
dos com os modelos gerados. Na sec¢do 6 sdo discutidos
dois cenarios de utilizagdo dos modelos para avaliacao
automatica da qualidade de OAs dentro de repositorios e
na se¢@o 7 sdo apresentadas as conclusdes desse trabalho,
algumas limitagdes e possibilidades de trabalhos futuros
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dentro dessa area.

2 Trabalhos Relacionados

Até o presente momento, uma das iniciativas mais
tangiveis em dire¢@o a avaliagdo automatica de OAs € o
trabalho de [12] que propde o desenvolvimento de um
conjunto de métricas para ranquear os resultados de busca
por OAs dentro de repositorios. Nesse trabalho, os auto-
res se referem ao conceito de qualidade como a relevan-
cia que algum recurso apresenta em um contexto de uso
especifico [13] usando como fonte de inspiragdo métodos
normalmente aplicados para ranquear outros tipos de
objetos, como por exemplo: livros (filtragem colaborati-
va) ¢ artigos cientificos (fator de impacto). Os autores
agruparam as métricas propostas de acordo com trés
dimensdes de relevancia, sendo elas: topico (o que ¢ de
interesse do usudrio), pessoal (por qué o usudrio esta
interessado naquele topico) e situacional (onde o recurso
instrucional sera utilizado); e contrastaram seus desem-
penhos com o desempenho de métodos tradicionais de
ranqueamento baseados em texto, encontrando melhoras
significativas nos resultados finais de ranqueamento. No
presente trabalho, estamos propondo uma abordagem
diferente, baseada somente nos dados que estdo disponi-
veis nos proprios OAs. A ideia principal é de que a ava-
liacdo automatica da qualidade sera tipicamente utilizada
em OAs que ainda ndo foram compartilhados com o
publico e que, portanto ainda n3o possuem nenhuma
informagao de uso a eles associada.

De nosso conhecimento, além dos trabalhos recentes
de [10] e [11], ainda ndo existem evidéncias empiricas
definitivas de medidas intrinsecas que possam servir
como indicadores de qualidade dos OAs. Entretanto,
existem alguns trabalhos em areas adjacentes que podem
servir como fonte de inspira¢do. Por exemplo, evidéncias
empiricas de relagdes entre informagdes intrinsecas e
outras caracteristicas dos OAs foram encontradas em
[14], onde os autores desenvolveram um modelo para
classificar as fungdes didaticas de um OA baseados em
medidas sobre o tamanho do texto, a presenga de interati-
vidade e informagdes contidas no codigo HTML (listas,
formularios, elementos de entrada). Em [15] foram iden-
tificadas evidéncias em algumas medidas para avaliar a
sustentabilidade e a reusabilidade de aplicagdes de hi-
permidia educacional, tais como, o tipo do link, e a estru-
tura e tamanho da aplica¢do. Em outro experimento, [16]
confirmaram a possibilidade de decompor o conceito de
qualidade de recursos educacionais em pedagos pequenos
de dimensdes mensuraveis, abrindo o caminho para a
caracterizagdo automatica de qualidade dentro de biblio-
tecas educacionais digitais. Nesse trabalho, os autores
identificaram cinco indicadores de qualidade que podem
ser automaticamente observados e medidos dentro de
recursos educacionais a partir do uso de processamento

de linguagem natural e técnicas de aprendizagem de ma-
quina. Em [17], observou-se que o tamanho de um artigo
(medido em palavras) pode ser considerado como um
prognosticador de qualidade na Wikipédia. Por tltimo, na
area da usabilidade, [9] concluiram que bons websites
contém (por exemplo) um maior numero de palavras e
links do que os websites normais e os considerados ruins.

Nossa abordagem estd exclusivamente relacionada
com aqueles aspectos de OAs que sdo exibidos para os
usuarios e que sdo normalmente associados as dimensoes
de “apresentacdo de projeto” e “usabilidade de interag¢do”
(incluidas no LORI [3]) e a dimensdo de “qualidade da
informagdo” (normalmente mencionada no contexto de
bibliotecas educacionais digitais). Precisamente, as refe-
réncias utilizadas como base para medir a qualidade dos
OAs nesse trabalho sdo as pontuagdes dadas aos OAs
pela comunidade de especialistas do repositério MER-
LOT.

3 O Repositorio MERLOT

O MERLOT (Multimedia Educational Resource for
Learning and Online Teaching') ¢ um repositério que
permite que usuarios cataloguem recursos educacionais
tendo como objetivo a utilizagdo e o compartilhamento de
tecnologias de aprendizagem online [18]. Esse repositorio
contem metadados sobre materiais de aprendizagem
classificados de acordo com diferentes categorias de
disciplina e outras caracteristicas, tais como: objetivo
pedagdgico, granularidade, e formato técnico. O reposito-
rio possui um robusto sistema de avaliagdo da qualidade
que ¢ baseado em diferentes tipos de metadados avaliati-
vos (comentarios e notas dos usudrios e especialistas,
prémios, e favoritos).

Os recursos no MERLOT estdo organizados em 7 dis-
ciplinas distintas: Artes, Negocios, Educacao, Humanas,
Matematica e Estatistica, Ciéncia e Tecnologia, e Cién-
cias Sociais, que por sua vez também estdo subdivididas
em diversas subcategorias. Quando o usuario cadastra
um novo recurso no repositdrio, além da disciplina, o
mesmo deve também preencher o tipo do material, que
pode estar em uma das seguintes classes: Animagao,
Ferramenta de Avaliagdo, Tarefa, Estudo de Caso, Cole-
¢do, Ferramenta de Desenvolvimento, Exercicio e Prati-
ca, Repositorio de Objetos de Aprendizagem, Curso On-
line, Jornal ou Artigo Aberto, Livro Texto Aberto, Au-
la/Apresentacdo, Material de Referéncia, Simulagdo,
Ferramenta de Redes Sociais, Tutorial, Exame/Teste,
Material para Treinamento e Workshop.

Com o objetivo de garantir a qualidade dentro do re-
positorio, o MERLOT adota um modelo de revisdo por
pares [18], onde os materiais ja catalogados sdo revisados

L www.merlot.org
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por especialistas membros da comissdo editorial de al-
guma comunidade de disciplina (Artes, Matematica,
Negocios, entre outras). As comissdes editoriais do
MERLOT decidem sobre o processo de selecionar os
materiais que consideram dignos de serem avaliados, e
esses materiais selecionados sdo entdo revisados e pontu-
ados pelos pares. Apds esse processo, o editor chefe da
comissdo compde um Unico relatdrio (e uma média das
notas) e publica 0 mesmo no repositorio. Além da avalia-
¢do por pares, 0 MERLOT também permite que usuarios
registrados no repositério fornecam comentérios e notas
sobre os materiais, complementando a sua estratégia de
avaliacdo com um mecanismo mais informal. As notas de
ambos (usuarios e revisores) variam entre 1 ¢ 5 (com 5
como a melhor pontuagao).

Ainda, o MERLOT permite que seus usuarios adicio-
nem os recursos em colegdes pessoais, fornecendo uma
maneira dos mesmos organizarem seus materiais favori-
tos de acordo com seus interesses individuais [19] . Por
ultimo, o MERLOT concede anualmente um prémio
especial (MERLOT Classics Awards) para recursos ex-
cepcionais de acordo com um conjunto de critérios esta-
belecidos para as disciplinas. Todos esses metadados
avaliativos juntos sdo entdo utilizados na ordenacdo dos
materiais quando um usudrio realiza uma busca dentro do
repositorio.

4. Metodologia

A metodologia do presente trabalho foi o desenvolvi-
mento de perfis de OAs altamente pontuados no reposito-
rio MERLOT. O estudo foi restringido a algumas inter-
seccOes de categorias de disciplinas e tipos de materiais
existentes no repositorio no contexto das pontuacdes
dadas pelos especialistas da area. Essa metodologia esta
baseada nas metodologias aplicadas e descritas em [9] e
[10]. Os perfis criados foram entdo utilizados para gerar
modelos para a avaliacdo automatica da qualidade de
OAs pertencentes aos conjuntos intersectados. A figura 1
apresenta uma ideia geral da metodologia aplicada nesse
trabalho.

o Analise Estatistica
Coleta de Dados 5 :

Medidas
Intrinsicas

R
Objet

Figura 1: Visdo geral da metodologia utilizada
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4.1 Coleta de Dados

Uma base de dados com 35 medidas foi coletada do
MERLOT por meio de um crawler [20] que atravessou
sistematicamente as paginas do repositorio. Tendo em
vista que 0 MERLOT ¢ principalmente formado por OAs
na forma de websites, foram avaliadas medidas intrinse-
cas que se supdem aparecer nesse tipo de material (i.e.,
medidas de link, de texto, graficas e de arquitetura do
website). Ainda, considerando que os recursos no MER-
LOT variam consideravelmente em tamanho, um limite
de 2 niveis de profundidade foi estabelecido para o
crawler, i.e., as medidas foram computadas para o nodo
raiz (nivel 0 — a home Page do recurso), assim como para
as paginas ligadas ao nodo raiz (nivel 1) e para as paginas
ligadas pelas paginas ligadas ao nivel 1 (nivel 2). A tabe-
la 1 apresenta as medidas coletadas. As medidas apresen-
tadas na tabela referem-se a soma total de ocorréncias de
um determinado atributo considerando todo o OA. Além
dessas medidas também foram coletadas algumas referen-
tes as médias dessas somas considerando o numero de
paginas computadas para o OA. Por exemplo, um OA
composto por 3 paginas e contendo um total de 30 ima-
gens tera um total de imagens igual a 30 e um niimero
médio de imagens igual a 10 (30/3). Informagdes de um
total de 6.470 OAs foram coletadas. Desse conjunto de
dados, somente 1.126 possuiam notas dadas por especia-
listas, tendo sido estas as utilizadas para o estudo.

Classe da Medida Medida

Numero de Links, Numero de
Links Unicos, Numero de
Links Internos, Numero de
Links Internos Unicos,
Numero de Links Externos,
Numero de Links Externos
Unicos

Medidas de Link

Numero de Palavras, Numero

Medi T i
edidas de Texto | 4o pi1avras que sdo Links

Numero de Imagens, Tamanho
Total das Imagens (em
bytes), Numero de Scripts,
Numero de Applets, Numero
de Arquivos de Audio, Nume-
ro de Arquivos de Video,
Nimero de Arquivos Multimi-
dia

Medidas Gréafi-
cas, de Intera-
tividade e Mul-
timidia

Tamanho da Pagina (em
bytes), Numero de Arquivos
para Download, Numero Total
de Péaginas

Medidas de Ar-
quitetura do
Website

Tabela 1. Medidas Utilizadas no Estudo

A amostra coletada continha OAs classificados nas 7
categorias de disciplinas existentes ¢ em 9 tipos de mate-
riais (Animagdo, Estudo de Caso, Colecdo, Exercicio,
Aula/Apresentagdo, Teste, Material de Referéncia, Simu-
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lagdo e Tutorial), totalizando 63 possiveis classes diferen-
tes para criacdo de perfis de OAs. De acordo com o que
foi apresentado em um estudo anterior [21], os OAs no
MERLOT apresentam percentuais de ocorréncias bastan-
te distintos entre as diversas classes, com alguns subcon-
juntos contendo muito mais recursos do que outros. A
tabela 2 apresenta as ocorréncias dos OAs para cada um
dos subconjuntos intersectados '.

Tipo de Artes Negécios Educa- Huma-
Material/ céo nas
Disciplina
Animacéao 6 4 7 9
Estudo de 1 17 11 5
Caso
Colecéao 17 24 36 68
Exercicio 2 21 6 24
Aula/ 8 28 16 25
Apresenta-
cao
Teste 3 7 8 7
Material 18 40 43 31
de Refe-
réncia
Simulacéo 12 16 13 16
Tutorial 12 47 37 39
Total 79 204 177 224

Tipo de Mate- Ciéncia Cién- Total
Material/ mati- e Tecno- cias
Disciplina ca e logia Soci-

Esta- ais

tis-

tica
Animacéo 18 32 2 78
Estudo de 3 9 2 48
Caso
Colecéao 12 25 9 191
Exercicio 5 6 1 65
Aula/ 7 45 11 140
Apresenta-
cao
Teste 0 4 3 32
Material 12 48 8 200
de Refe-
réncia
Simulacédo 83 97 12 249

Tutorial 24 83 12 254

Total 164 349 60 1.257

Tabela 2. Numero de ocorréncias de OAs em cada subconjunto

Para esse estudo, foram selecionados os 3 subconjun-
tos com a maior quantidade de ocorréncias, sendo eles:
Simula¢do N Ciéncia e Tecnologia, Simulagdo N Mate-
matica e Estatistica, ¢ Tutorial N Ciéncia e Tecnologia.

4.2 Gerando os perfis de OAs altamente pon-
tuados

Para descobrir quais medidas podem ser utilizadas
como potenciais indicadores de qualidade, foram geradas
classes de recursos bons, médios e ruins, utilizando os
tercis das notas dadas pelos especialistas. OAs com notas
abaixo do primeiro limite foram classificados como
ruins®, OAs com notas entre os dois limites foram classi-
ficadas como médios, e OAs com notas maiores ou iguais
ao segundo limite foram classificados como bons. Como
mencionado anteriormente, apenas OAs com uma ou
mais notas dadas por especialistas foram incluidos no
estudo. A tabela 3 apresenta os tercis encontrados para
cada um dos 3 subconjuntos analisados nesse artigo.

Subconjunto Tamanho Tercis das
Notas
dos Especia-
listas
Simulacdo N Ciéncia 97 314
e Tecnologia
Simulacdo N Mateméa- 83 414,75
tica e Estatistica
Tutorial N Ciéncia e 83 414,75
Tecnologia

Tabela 3. Tercis dos subconjuntos

Como pode ser visto na tabela 3, os limites para mate-
riais bons sdo relativamente altos, acima da nota interme-
diaria 3. A analise foi conduzida de maneira a contrastar
as medidas intrinsecas entre os grupos de recursos bons e
ndo-bons’, e observando se os mesmos apresentam dife-
rengas significativas entre eles. Como as amostras ndo
seguem uma distribuigdo normal, um teste de Mann-
Whitney (Wilcoxon) foi executado para avaliar se as
classes apresentam diferengas entre suas medianas, e um
teste de Kolmogorov-Smirnov foi aplicado para avaliar se
as classes apresentam distribui¢des diferentes. Quando
ambas (distribui¢des e medianas) apresentam diferencas

! Como alguns OAs sdo classificados em mais de uma discipli-
na, existe uma sobreposi¢do nos grupos. Esse é o0 motivo pelo
qual a soma total da tabela 2 é equivalente a 1.257 e ndo a
1.126.

2 E importante ressaltar que o rétulo ruim nio significa necessa-
riamente que o recurso ¢ de baixa qualidade, apenas que o
mesmo encontra-se mal pontuado dentro do repositorio.

* O grupo chamado ndo-bons ¢ formado pela unidio dos grupos
médio e ruim

47



Cechinel et al. @ RBIE V.20 N.3 - 2012

significativas, a medida ¢ ento considerada como um OAs altamente pontuados e suas respectivas tendéncias
potencial indicador de qualidade. A tendéncia de cada para cada subconjunto.

medida (se a mesma influencia positivamente ou negati-

vamente a qualidade do OA) foi observada a partir da

comparagdo entre as medianas dos valores das amostras.

A tabela 4 apresenta as medidas que estdo associadas aos

Medida Simulagdo N Cién- Simulagdo N Tutorial N Ciéncia
cia e Tecnologia Matematica e Estatis- ¢© Tecnologia
tica
Numero de Links - St S\
Namero de Links Unicos - St (S)1
Nimero de Links Internos - (S) 1 S\
Namero de Links Internos Unicos - (S) 1 (S) 1
Numero de Links Externos Sl - (S)1
Nimero de Links Externos Unicos Sy - -
Tamanho da Pagina (em bytes) St (S)1
Numero de Imagens (S) 1 St -
Tamanho Total das Imagens St St -
Numero de Scripts St St -
Numero de Palavras - - (S)1
Numero de Palavras que sdo Links - - Sy
Numero de Applets Sy - -
Nﬁmero Médio de Links Internos - - (S) 1
Unicos
Numero Médio de Links Internos - - Sl
Nﬁmero Médio de Links Externos S - -
Unicos
Numero Médio de Links Externos Sy - (S) 1
Nimero Médio de Links Unicos - (S) 1 S
Numero Médio de Links - - Sl
Numero Médio de Applets Sy - -
Numero Médio de Imagens St - -
Tamanho Médio das Paginas St - -
Tamanho Médio das Imagens St St -
Numero Médio de Scripts St (S) 1 -
Total 13 11 13

Nota: S representa diferencas significativas em ambas as medidas (medianas e distribuigdes) ao mesmo tempo. A analise geral foi
conduzida a um nivel de significancia de 95%; uma informagdo entre paréntesis significa que o resultado foi significante apenasa um
de confianca de 90%. Ainda, (1) significa uma tendéncia positiva e (|) uma tendéncia negativa.

Tabela 4. Medidas identificadas como potenciais indicadores de qualidade e suas tendéncias para cada subconjunto

Como pode ser visto na tabela 4, as medidas apresen- ¢do N Ciéncia e Tecnologia, 7 medidas estdo positiva-
tam diferentes associacdes e tendéncias dependendo dos mente associadas com qualidade e 6 medidas estao nega-
subconjuntos. Por exemplo, para o subconjunto Simula- tivamente associadas. Por outro lado, para o subconjunto
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Simulagdo N Matematica e Estatistica, todas as medidas
que estdo associadas com qualidade apresentam tendén-
cias positivas, e para o subconjunto Tutorial N Ciéncia e
Tecnologia todas as medidas associadas com qualidade
apresentam tendéncias negativas. Ainda, nenhuma das
medidas testadas apresentou associacdes com qualidade
para os 3 subconjuntos a0 mesmo tempo.

E também interessante ressaltar que subconjuntos
com o mesmo tipo de disciplina, ou de tipo de material,
preservam as tendéncias de suas medidas associadas com
qualidade. Por exemplo, as 5 medidas que estdo simulta-
neamente associadas a qualidade nos subconjuntos Simu-
lagdo N Ciéncia e Tecnologia e Simulagdo N Matematica
e Estatistica (ambos contendo materiais de simulago)
estdo todas tendendo a uma associacdo positiva (Numero
de Imagens, Tamanho Total das Imagens, Numero de
Scripts, Tamanho Médio das Imagens, Numero Médio de
Scripts). Ainda, as 2 medidas que apresentam simultane-
amente associagdes com qualidade nos subconjuntos
Simulag¢do N Ciéncia e Tecnologia ¢ Tutorial N Ciéncia
e Tecnologia (ambas com o mesmo tipo de disciplina)
estdo todas tendendo a uma associagdo negativa (Numero
de Links Externos ¢ Numero Médio de Links Externos).
Por ultimo, todas as medidas simultaneamente associadas
a qualidade nos 2 subconjuntos que ndo possuem o0 mes-
mo tipo de material nem de disciplina (Simulacdo N
Matematica e Estatistica e Tutorial N Ciéncia e Tecnolo-
gia) apresentam tendéncias opostas (Numero de Links,
Numero de Links Unicos, Numero de Links Internos,
Nuamero de Links Internos Unicos, Tamanho da Pégina,
Ntmero Médio de Links Unicos).

A persisténcia dessas tendéncias poderia ser uma in-
dicagdo de que a associacdo a qualidade dessas medidas
especificas esta vindo do grupo coincidente de tipo de
material (ou de categoria de disciplina), e que entdo apa-
receria em outros conjuntos intersectados que envolvem
esses tipos de recursos. Isso significa dizer, por exemplo,
que a tendéncia positiva das medidas Nimero de Ima-
gens, Tamanho Total das Imagens, Numero de Scripts,
Tamanho Médio das Imagens, ¢ Numero Médio de
Scripts € uma associa¢do mais relacionada aos materiais
do tipo Simula¢do do que aos materiais dos subconjuntos
Simulagdo N Ciéncia e Tecnologia e Simulacdo N Ma-
tematica e Estatistica.

5 Os Modelos

5.1 LDA

Foi utilizada Analise Discriminante Linear (LDA) na
construgdo de modelos para distinguir os OAs entre bons
e ndo-bons, entre bons e médios, entre bons € ruins, €
entre bons, médios e ruins para os 3 subconjuntos menci-
onados. Esse método ¢ apropriado para classificar objetos

em um ou mais grupos com base nas caracteristicas que
descrevem os mesmos. Para construir esses modelos
foram utilizadas as medidas anteriormente identificas
como potenciais indicadores de qualidade em cada sub-
conjunto.

As tabelas 5, 6 e 7 apresentam as precisdes das predi-
¢Oes para cada um dos 4 modelos desenvolvidos para os 3
subconjuntos. Nas tabelas, a correlagdo canédnica qua-
drada representa o percentual de variancia das medidas
explicadas pela fungdo discriminante, e a precisdo da
classificagdo representa o percentual de sucesso atingido
pelo modelo na categoriza¢do em cada grupo.

Como pode ser observado na tabela 5, todos os 4 mo-
delos desenvolvidos para o subconjunto Simulagdo N
Ciéncia e Tecnologia foram capazes de classificar os
recursos dentro de um certo nivel de significancia (90%,
95% ou 99%). Por outro lado, apenas um unico modelo
(modelo 2) desenvolvido para o subconjunto Simulagdo
N Matematica e Estatistica (Tabela 6) foi capaz de classi-
ficar recursos corretamente € a um nivel de significancia
de 90%. Os piores resultados encontrados foram para o
subconjunto Tutorial N Ciéncia e Tecnologia (Tabela 7),
onde nenhum dos modelos foi capaz de classificar corre-
tamente os recursos dentro de um nivel de significancia
aceitavel (90%, 95% ou 99%).

Para o subconjunto Simulagdo N Ciéncia e Tecnolo-
gia (Tabela 5), o modelo ntimero 1, que classifica OAs
entre bons e médios, possui 0 menor percentual de corre-
lag@o canonica, o valor p mais alto (0.0983) e a pior pre-
cisdo na classificagdo geral (71,08%). O segundo modelo
apresenta resultados intermediarios com uma precisdo de
classificagdo geral de 72,16% e estatisticamente signifi-
cante a um nivel de 95%. O terceiro modelo, que classifi-
ca OAs entre bons e ruins, apresenta os melhores resul-
tados entre os 4 modelos, alcangando 91,49% de precisdo
na classificacdo geral. Esse modelo possui também a
melhor correlagdo candnica e € estatisticamente signifi-
cante a um nivel de 99%. E interessante ressaltar que a
medida que as classes incluidas nos modelos se distanci-
am qualitativamente umas das outras (e.g. bom e ruim sdo
os grupos mais distantes, e bom e ndo-bom sdo o segun-
do mais distantes), os modelos de classificagdo apresen-
tam um maior percentual de correlagdo candnica, sdo
mais precisos € mais estatisticamente significantes. Por
exemplo, o modelo para classificar OAs entre bom e ruim
tem uma precisdo geral de classificagdo de 91,49%, uma
correlagdo candnica de 0,81 e ¢ estatisticamente signifi-
cante a um nivel de 99%, enquanto que o modelo para
classificar entre bom e médio possui uma precisdo geral
de classificagdo de 71,08% (aproximadamente 20% me-
nor que a anterior), uma correlagdo canonica de apensas
0,46 (aproximadamente metade da anterior) € estatistica-
mente significante somente a um nivel de 90%. Isso ilus-
tra como as medidas apresentam forgas diferentes depen-
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dendo dos diferentes grupos que sdo contrastados assim
como da distancia qualitativa entre eles.

Para o subconjunto Simulagdo N Matematica e Esta-
tistica (Tabela 6), o modelo 2 foi capaz de classificar
entre recursos bons e ndo-bons com uma precisdo geral
de 73,49% a um nivel de significancia de 90%. Aqui ¢
importante ressaltar a similaridade desse modelo com o
modelo 2 para o subconjunto Simulagdo N Ciéncia e
Tecnologia. Ambos os modelos sdo voltados para a clas-
sificacdo entre bons e ndo-bons, e ambos apresentaram
uma precisdo geral entre 72 ¢ 74%, e uma correlagdo
canonica de aproximadamente 0,47. Ainda, em ambos os

casos, a precisdo para a classificacdo de recursos ndo-
bons ¢é consideravelmente maior do que a precisdo para
classificar recursos bons. Para o subconjunto Tutorial N
Ciéncia e Tecnologia (Tabela 7), nenhum dos modelos
atingiram um nivel de significancia minimo aceitavel.

N Classes no Numero Correlagéo Valor Precisdo da Classificacgéo
Modelo de Medi- Canonica P Bom Médio Ruim N&o-Bom Geral
das Quadrada
1 Bom e Médio 12a 0,4688 0,0983 72,00% 69,70% - - 71,08%
2 Bom e N&o-Bom 13 0,47700 0,0435 63,64% - - 76,56% 72,16%
3 Bom e Ruim 13 0,81130 0,0001 96,97% - 78,57% - 91,49%
4 Bom, Médio e 13 0,54510 0,0016 57,58% 62,00% 64,29% - 60,82%
Ruim
% O Tamanho Médio das Paginas ndo foi incluido nesse modelo
Tabela 5. Resultados da Analise Discriminante Linear para o subconjunto Simulagdo N Ciéncia e Tecnologia
N Classes no Numero Correlagéo Valor Precisdo da Classificagéo
Modelo Me<:Le<ias 83:2::.?1: P Bom Médio Ruim Nao-Bom Geral
1 Bom e Médio 11 0,44661 0,1060 58,06% 82,61% - - 72,73%
2 Bom e N&o-Bom 11 0,46900 0,0656 58,06% - - 82,69% 73,49%
3 Bom e Ruim 11 0,34624 0,9762 67,74% - 66,67% - 67,57%
4 Bom, Médio e 11 0,46971 0,5911 54,84% 28,26% 83,33% - 42,17%
Ruim
Tabela 6. Resultados da Analise Discriminante Linear para o subconjunto Simulagdo N Matemdtica e Estatistica
N Classes no Nuamero Correlagéo Valor Precisdo da Classificagédo
LS e ;;esdi— gz:g:ig: P Bom Médio Ruim N&o-Bom Geral
1 | Bom e Médio 13 0,43866 0,5391 89,29% 41,67% - - 62,50%
2 | Bom e Ndo-Bom 13 0,40412 0,4261  92,86% - - 43,64% 60,24%
3 | Bom e Ruim 13 0,1795 0,6037 92,86% - 52,63% - 76,60%
4 | Bom, Médio e 13 0,50222 0,1915 57,14% 47,22% 47,37% - 59,60%
Ruim

Tabela 7. Resultados da Analise Discriminante Linear para o subconjunto Tutorial N Ciéncia e Tecnologia
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Algoritmo de N Classes no Medidas Namero Tamanho EAM K Precisdo da Classificacgéo
Classificacgéao Modelo usadas de da Arvo-
no mo- Fo- re
delo* lhas/Re
gras
Bom Médio Ruim N&o-Bom Geral
1 Bom e N&o- 2 3 5 0,31 0,38 33,33% - - 98,43% 76,29%
Bom
J48
2 Bom, Médio 11 19 37 0,1 0,83 96,96% 84,00% 92,85% - 89,69%
e Ruim
3 Bom e Nao- 2 3 5 0,30 0,53 57,57% - - 92,18% 80,41%
Bom
Simple Cart
4 Bom, Médio 8 14 27 0,15 0,76 90, 90% 86,00% 71,40% - 85,57%
e Ruim
5 Bom e Nao- 5 4 - 0,28 0,38 33,33% - - 98,43% 76,29%
Bom
PART
6 Bom, Médio 8 11 - 0,16 0,74 97,00% 72,007% 92,9% - 83,51%
e Ruim
7 Bom e Nao- 13 - - 0,29 0,58 60, 60% - - 93,75% 82,47%
Rede Neural Bom
Multilayer
Perceptron 8 Bom, Médio 13 - - 0,26 0,53 60, 60% 92,00% 42,90% - 74,23%
e Ruim
9 Bom e Nao- 3 - - 0,30 0,37 84,84% - - 57,81% 67,01%
Rede Bayesia- Bom
na 10 Bom, Médio 5 - - 0,30 0,41 60, 60% 48,00% 100% - 59,79%
e Ruim

“Todos os algoritmos foram testados com 13 medidas.

Tabela 8. Resultados dos algoritmos de classificacdo para o subconjunto Simulagdo N Ciéncia e Tecnologia
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Algoritmo N Classes no Medidas Namero de Tama- EAM K Precisdo da Classificacgéo
de Classi- Modelo usadas Fo- nho da
ficagéo no mode- lhas/Regr Arvore
lo * as
Bom Médio N&o-Bom Geral
1 Bom e N&o- 2 4 7 0,36 0,44 58,1 - 84,6% 74,70%
Bom
J48
2 Bom, Médio 4 8 15 0,26 0,47 64,5 89,1% - 73,49%
e Ruim
3 Bom e N&o- 1 2 3 0,40 0,37 48,4 - 86,5% 72,29%
Simple Bom
Cart 4 Bom, Médio 1 2 3 0,32 0,32 48,4 87,0% - 66,26%
e Ruim
5 Bom e N&o- 5 5 - 0,30 0,55 54,8 - 96,2% 80,72%
Bom
PART
6 Bom, Médio 5 - - 0,23 0,55 77,4 87,0% - 77,11%
e Ruim
Rede Neu— 7 Eom e Ndo- 11 - - 0,42 0,17 16,1 - 98,1% 67,47%
ral Multi- e
layer Per- | g Bom, Médio 11 - - 0,34 0,13 16,1 97, 8% - 60,24%
ceptron
e Ruim
9 Bom e N&o- 0 - - 0,47 0 0 - 100% 62,65%
Rede Baye- Bom
siana 10 Bom, Médio O - - 0,37 0 0 100% - 55,42%

e Ruim

“Todos os algoritmos foram testados com 11 medidas

Tabela 9. Resultados dos algoritmos de classificagdo para o subconjunto Simulagdo N Matematica e Estatistica
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Algoritmo N Classes no Mo- Medidas Namero de Tamanho EAM K Precisdo da Classificacgéo
de Classi- delo usadas Fo- da Ar-
ficagéo no mode- lhas/Regr vore
lo * as
Bom Médio Ruim N&o-Bom Geral
1 Bom e N&o-Bom 3 6 11 0,25 0,62 60,7% - - 96,4% 84,34%
J4s8 L s o o 5
2 Bom, Médio e 2 4 7 0,37 0,21 0 97,2% 47,4% - 53,01%
Ruim
3 Bom e N&o-Bom 0 1 1 0,45 0 0 - - 100% 66,26%
Simple
Cart 4 Bom, Médio e 5 10 19 0,24 0,64 82,1% 83,3% 57,9% - 77,11%
Ruim
5 Bom e N&o-Bom 4 6 - 0,24 0,66 67,9% - - 94,5% 85,54%
PART 6 Bom, Médio e 5 3 - 0,35 0,25 0 100% 52,6% - 55,42%
Ruim
Rede Neu- 7 Bom e N&o-Bom 13 - - 0,40 0 0 - - 100% 66,26%
ral Multi-
layer 8 Bom, Médio e 13 - - 0,38 0,20 10,7% 86,1% 47,4% - 51,81%
Perceptron Ruim
9 Bom e N&o-Bom 0 - - 0,45 0 0 - - 100% 66,26%
Rede Baye-
siana 10 Bom, Médio e 0 - - 0,43 0 0 100% 0 - 43,37%
Ruim

*Todos os algoritmos foram testados com 13 medidas

Tabela 10. Resultados dos algoritmos de classificagdo para o subconjunto Tutorial N Ciéncia e Tecnologia
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5.2 Algoritmos de Classificacao

Tendo em vista ndo ser possivel gerar modelos por
meio de LDA para todos os 3 subconjuntos selecionados,
também foram gerados modelos para a avaliagdo automa-
tica da qualidade dos OAs por meio de algoritmos de
mineragdo de dados, mais especificamente utilizando
algoritmos de classificacdo. De acordo com [22], os algo-
ritmos de classificagdo tem como objetivo construir mo-
delos capazes de associar cada registro de uma determi-
nada base de dados a uma categoria com rétulo. Preci-
samente, utilizou-se o software WEKA [23] para gerar ¢
testar modelos para a classificagdo de recursos entre
bons e ndo-bons, ¢ entre bons, médios e ruins por meio
dos seguintes algoritmos de classificagdo: J48, Simple-
Cart, PART, Rede Neural Multilayer Perceptron, ¢ Redes
Bayesianas. As tabelas 8, 9 e 10 apresentam os resultados
desses testes. Para todos os testes foram utilizadas as
mesmas métricas anteriormente identificadas como po-
tenciais indicadoras de qualidade (Tabela 4).

Existem diversos critérios possiveis para a avaliagdo
de uma boa predicdo de modelos de classificacdo [24].
Aqui foram selecionados alguns para apresentar o resul-
tado da analise. Nas tabelas, a coluna “medidas utilizadas
no modelo” apresenta o numero de medidas que foram
incluidas no modelo gerado pelo algoritmo em questdo. O
erro absoluto médio (EAM) mede o desvio médio entre a
classe prognosticada e a verdadeira classe do recurso.
Quanto mais proximo de 0 (zero) ¢ o EAM, menor ¢ o
erro de predicdo e melhor ¢ o modelo. A coluna K repre-
senta a estatistica Kappa; coeficiente que mede a concor-
dancia geral entre os dados observados e os dados espe-
rados. O coeficiente varia de -1 a 1, onde 1 significa total
concordancia, 0 (zero) significa nenhuma concordancia, e
-1 significa total discordancia. Por ultimo, as tabelas
também apresentam a precisdo geral do modelo e as pre-
cisoes especificas para cada uma das classes. Foi adotada
a medida EAM como a principal medida de qualidade do
modelo, i.e., quando se menciona que um modelo ¢ me-
lhor para um determinado subconjunto, significa que esse
modelo apresentou o menor EAM entre todos.

Como pode ser observado nas tabelas 8, 9 ¢ 10, apa-
rentemente nao existe um algoritmo de classificacdo que
possa ser considerado o melhor para a geragdo de bons
modelos. Os resultados variam significativamente depen-
dendo do algoritmo usado, do subconjunto para o qual o
modelo foi gerado, e das classes de qualidade incluidas
no subconjunto.

5.2.1 Simulagdo N Ciéncia e Tecnologia

Da mesma forma que ocorreu com os classificadores
LDA, aqui os modelos também apresentaram (em geral)
os melhores resultados para o subconjunto Simulagdo N
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Ciéncia e Tecnologia. Para esse subconjunto, o melhor
modelo foi uma arvore de decisdo gerada por meio do
algoritmo J48 (modelo numero 2 da tabela 8) que foi
capaz de classificar corretamente recursos entre bons,
meédios e ruins com uma precisdo geral de 89,69%, apre-
sentando um coeficiente Kappa de 0,83 e um EAM de
apenas 0,1. Os percentuais de precisdo desse modelo para
classificar recursos em categorias especificas de qualida-
de sdo consideravelmente similares. Recursos bons sdo
classificados com uma precisdo de 96,96%, enquanto
recursos médios € ruins sdo classificados com precisdes
de 84% ¢ 92,85% respectivamente.

O segundo e o terceiro melhores modelos para esse
subconjunto também estdo voltados para a classificagdo
de recursos entre bons, médios e ruins. O segundo melhor
modelo foi uma arvore de decisdo gerada pelo algoritmo
SimpleCart que apresentou uma precisdo geral de 85,57%
(modelo numero 4 da tabela 8) e o terceiro melhor mode-
lo foi um conjunto de regras se-entdo gerado pelo algo-
ritmo PART e que apresentou uma precisdo geral de
83,51% (modelo numero 6 da tabela 8). A principal dife-
renca desses dois modelos (em termos de precisdo) € que
0 primeiro apresentou uma precisdo pior para classifica-
cdo de recursos ruins (71,40%) enquanto o ultimo apre-
sentou uma precisdo pior para classificagdo de recursos
médios (72%). Por ultimo, os melhores resultados para
classificar OAs entre bons e ndo-bons foram alcancados
pelo algoritmo PART e por uma Rede Neural Multilayer
Perceptron. O algoritmo PART alcangou uma precisdo
geral de 76,26%, um EAM de 0,28 e um coeficiente
Kappa de 0,38. Ainda, o modelo classificou recursos ndo-
bons com uma precisao de 98,43%, e recursos bons com
uma precisdo de apenas 33,33%. A Rede Neural Multila-
yer Perceptron apresentou uma precisdo geral de 82,47%,
um EAM de 0,29 e um coeficiente Kappa de 0,58. A
desvantagem desses dois modelos é a precisdo extrema-
mente baixa para classificar corretamente recursos bons.

5.2.2 Simulacdo N Matematica e Estatistica

Para o subconjunto Simulagdo N Matemadtica e Esta-
tistica, o melhor modelo foi gerado pelo algoritmo PART
(modelo 5 da tabela 9) para classificar recursos entre
bons e nao-bons. Esse modelo contém um conjunto de 5
regras se-entdo que utilizam 5 das 11 medidas identifica-
das como possiveis indicadores de qualidade. O modelo
alcangou uma precisdo geral de 80,72%, um EAM de
0,30 e um coeficiente Kappa de 0,55. Apesar dos resulta-
dos gerais desse modelo poderem ser considerados bons,
o modelo apresenta uma séria limitagao para a classifica-
¢do de recursos boms, com uma precisdo de apenas
54,8%. Coincidentemente, a tentativa anterior de gerar
modelos LDA para esse subconjunto apenas atingiu re-
sultados significantes para a classificacdo entre recursos
bons e ndo-bons (veja modelo niimero 2 da tabela 6). Em
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realidade, ambos modelos apresentaram percentuais de
precisdo muito similares. O segundo melhor modelo para
esse subconjunto foi uma arvore de decisdo gerada por
meio do algoritmo J48 para classificar recursos entre
bons e ndo-bons (modelo nimero 1 da tabela 9). Esse
modelo atingiu uma precisdo geral de 74,70%, um EAM
de 0,36 e um coeficiente Kappa de 0,44. O principal
problema desse modelo ¢ o fato de ter utilizado apenas 2
das 11 medidas identificadas como possiveis indicadores
de qualidade. Para esse subconjunto, todos os modelos
para classificacdo de OAs entre bons, médios e ruins
falharam completamente na classificagdo de recursos da
classe ruins (apresentando 0% de precisdo). Também ¢
possivel perceber que as precisdes para a classificagdo de
recursos bons e médios para esses modelos sdo bastante
similares as precisdes para classificagdo de OAs entre
bons e ndo-bons dos demais modelos.

5.2.3 Tutorial N Ciéncia e Tecnologia

O melhor modelo para o subconjunto Tutorial N Ci-
éncia e Tecnologia foi gerado pelo algoritmo PART para
classificar recursos entre bons ¢ ndo-bons (modelo 5 da
tabela 10). O modelo apresentou uma precisdo geral de
85,54%, um EAM de 0,24 ¢ um coeficiente Kappa de
0,66. Das 13 medidas identificadas como possiveis indi-
cadores de qualidade, o modelo utilizou apenas 4 nas 6
regras se-entdo geradas. Ainda, o modelo possui uma alta
precisdo para classificar OAs ndo-bons (94,5%), mas
uma baixa precisdo para classificar OAs bons (67,9%). O
segundo melhor modelo foi uma arvore de decisdo gerada
pelo algoritmo SimpleCart para classificar recursos entre
bons, médios e ruins (modelo 4 da tabela 10). Esse mode-
lo utiliza 5 das 13 medidas identificadas como indicado-
res de qualidade; apresenta uma precisdo geral de
77,11%, um EAM de 0,24 ¢ um coeficiente Kappa de
0,64. O modelo ¢ capaz de classificar recursos bons com
uma precisdo de 82,1%, recursos médios com uma preci-
sdo de 83,3%, e recursos ruins com uma precisdo de
57,9%. O terceiro melhor modelo ¢ uma arvore de deci-
sdo gerada pelo algoritmo J48 (modelo 1 da tabela 10).
Esse modelo classifica recursos entre bons e ndo-bons
com uma precisdo geral de 84,34%, um EAM de 0,25, ¢
um coeficiente Kappa de 0,62. O modelo utiliza somente
3 das 13 medidas identificadas como indicadores de qua-
lidade. Ainda, de maneira similar ao melhor modelo para
esse subconjunto, esse modelo também apresenta uma
alta precisdo para classificar OAs ndo-bons (96,4%) e
uma baixa precisdo para classificar recursos bons
(60,7%).

5.3 Consideracdes gerais sobre os resultados

Praticamente todos os modelos para classificagdo de
recursos entre bons € ndo-bons apresentaram uma maior
precisdo para a classificagdo de recursos ndo-bons. Ain-

da, os modelos normalmente excluem diversas medidas
previamente identificadas como possiveis indicadores de
qualidade. Por exemplo, dos 10 melhores modelos, ape-
nas 1 utilizou todas as medidas incluidas na base de da-
dos (uma Rede Neural Multilayer Perceptron para o sub-
conjunto Simula¢ao N Ciéncia e Tecnologia). Os demais
modelos utilizaram apenas de 1 a 5 medidas. Também é
interessante ressaltar que foi possivel gerar modelos para
todos os subconjuntos.

Os melhores modelos para classificar recursos entre
bons, médios e ruins alcancaram menores EAMSs e maio-
res coeficientes Kappa do que os modelos para classificar
recursos entre bons e ndo-bons. Ainda, os modelos tam-
bém tendem a utilizar mais indicadores de qualidade. O
principal problema encontrado para esse conjunto de mo-
delos ¢ o fato de ndo ter sido possivel criar bons modelos
para o subconjunto Simulagdo N Matemética e Estatistica
(todos os modelos apresentaram 0% de precisdo para
classificar recursos ruins). Outro aspecto importante de
ressaltar € que os 3 melhores modelos apresentaram pre-
cisdes mais “equilibradas” para a classificacdo entre as
diferentes classes de qualidade. Entretanto, ainda é possi-
vel observar todos os tipos de modelos, desde aqueles que
classificam de maneira mais precisa recursos bons, até
aqueles que classificam de maneira mais precisa recursos
médios e ruins.

Os resultados encontrados nesse estudo apontam a
possibilidade de gerar modelos para a avaliagdo automa-
tica da qualidade de OAs dentro de repositérios com base
em suas medidas intrinsecas. Entretanto, como os mode-
los gerados sdo extremamente heterogéneos (diferentes
EAMs, coeficientes Kappa, nimero de medidas utilizadas
e precisGes de classificacdo), a decisdo de qual modelo é
o melhor ir4 depender da combinagdo de alguns fatores,
como por exemplo: o cenério especifico em que o modelo
sera utilizado, o subconjunto (categoria de disciplina
versus tipo de material) para o qual 0 modelo esta sendo
gerado, e as classes de qualidade incluidas nos dados
(e.g., bom, médio, etc). A préxima se¢do ird descrever de
forma breve dois possiveis cenarios para a utilizagdo de
modelos para a avaliacdo automatica da qualidade.

6. Cenarios de Utilizacdo dos Mo-
delos

Como mencionado durante este trabalho, os modelos
para avaliagdo automatica da qualidade servem para se-
rem utilizados em uma andlise preliminar dos recursos,
de maneira a aliviar o trabalho manual. Nesta se¢do serdo
brevemente descritos 2 possiveis cendrios para a utiliza-
¢do dos modelos (uma vez que os mesmos estejam devi-
damente implementados dentro do repositério). Cada um
dos cenarios envolve um ator diferente e acontece em um
estagio particular do ciclo de vida de um OA. A tabela 11
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resume os principais aspectos de cada um dos cenarios
apresentados a seguir.

6.1. Cenario 1 — Melhorando o Projeto de
um Objeto de Aprendizagem

Modelos e perfis estatisticos de OAs podem conter in-
formagdes tuteis para os criadores que desejam ter uma
avaliagdo preliminar de seus materiais com o objetivo de
melhora-los. Durante a fase de obteng¢do (ou criagdo)
[25] do OA, o autor poderia fornecer para a ferramenta,
informagdes relacionadas a disciplina e o tipo de material
do recurso, e ter acesso a uma avaliagdo preliminar da
qualidade do mesmo com relagao as caracteristicas intrin-
secas incluidas nos modelos. Para esse cenario, seria
essencial utilizar modelos capazes de explicar o racioci-
nio percorrido para chegar aos resultados da classifica-
¢do, como aqueles representados por meio de arvores de
decisdo e regras se-entdo. Uma vez que a avaliacdo pre-
liminar ¢ realizada, o criador pode consultar o modelo (e
os perfis estatisticos dos recursos) para entender quais
medidas intrinsecas do OA estdo influenciando a classifi-
cacdo. Em [26], os autores identificaram algumas das
medidas intrinsecas mais importantes para a avaliacdo da
qualidade de alguns tipos especificos de OAs armazena-
dos no MERLOT.

Considerando que muitos modelos apresentam gran-
des diferengas nos percentuais de precisdo dependendo
das classes utilizadas nos conjuntos de dados, e depen-
dendo das diferentes categorias de disciplinas e tipos de
materiais, seria também necessario selecionar o modelo
mais adequado levando em considerag@o tais aspectos.
Por exemplo, um modelo que é bom para classificar OAs
bons e ruim para classificar recursos ndo-bons possui
grandes chances de classificar como hom um recurso que
em realidade é ndo-bom. Tal situacdo levaria o criador a
acreditar que seu OA ja esta bom, fazendo com que o
mesmo perdesse a oportunidade de melhorar o recurso
antes de sua publicag@o. Por outro lado, a classificagdo
equivocada de um recurso bom como ndo-bom prova-
velmente faria com que o criador perdesse tempo procu-
rando por problemas no recurso que ndo necessariamente
existem.

Considerando que diversos modelos podem existir
(alguns mais apropriados para classificar recursos bons e
outros para classificar recursos ndo-bons), também seria
possivel oferecer ao criador a possibilidade de escolher
para utilizacdo os modelos que ele considera mais ade-
quados para suas necessidades.

6.2 Cenario 2 — Fornecendo Pontuacoes
Internas e Ocultas

Sabe-se que repositorios de OAs normalmente utili-
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zam informacdes avaliativas para ranquear 0S recursos
durante o processo de busca e recuperagdo [27]. Entretan-
to, a quantidade de recursos dentro dos repositorios cres-
ce mais rapidamente que o numero de avaliagdes forneci-
das pela comunidade de usudrios e especialistas dos
mesmos [28]. Por essa razdo, muitos OAs que ndo possu-
em nenhuma avaliagdo de qualidade acabam recebendo
posicdes ruins no processo de ranqueamento (mesmo
quando os mesmos sdo de boa qualidade), permanecendo
sem serem utilizados (ou sem serem vistos) dentro do
repositorio até o momento em que alguém decida avalia-
los.

Os modelos desenvolvidos nesse trabalho podem ser
utilizados para fornecer pontuagdes internas para aqueles
recursos ainda ndo avaliados, ajudando assim o reposito-
rio durante a fase de oferta [25] dos recursos. OAs recen-
temente adicionados ao repositorio seriam extremamente
beneficiados por esse mecanismo uma vez que tais recur-
sos raramente recebem algum tipo de avaliacdo imedia-
tamente apos sua inser¢do. A partir do momento que o
OA recebe uma avaliacdo formal da comunidade do repo-
sitorio, as pontuagdes implicitas fornecidas pelos mode-
los poderiam ser desconsideradas. Ainda, ambos tipos de
avaliacdes (implicitas e pontuagdes reais) poderiam ser
contrastadas de maneira a observar possiveis correlacdes
entre as mesmas, permitindo assim avaliar a utilidade e a
qualidade dos modelos.

Como os modelos seriam utilizados dentro do reposi-
torio e as classificagdes serviriam apenas como informa-
¢oes de entrada para os mecanismos de busca, ndo € es-
sencialmente necessario que os modelos sejam capazes
de fornecer explica¢des sobre o seu raciocinio. Modelos
constituidos de redes neurais, fun¢des matematicas
(LDA), ou redes bayesianas poderiam perfeitamente ser
utilizados nesse cenario. Ainda, diferentes modelos ou
pontuacdes geradas pelos mesmos poderiam ser combi-
nados de maneira a formar uma unica nota (pontuagao).

Por ultimo, as precisdes dos modelos também devem
ser levadas em consideracdo no momento de selecionar
os modelos mais apropriados para esse cenario. A situa-
¢do menos danosa parece ocorrer quando um modelo
classifica como ndo-bom um material bom. Nessa situa-
¢do, bons materiais iriam permanecer “‘escondidos” no
repositdrio, i.e., em posi¢des ruins no ranqueamento (uma
situagdo similar a situagdo em que o modelo simplesmen-
te ndo ¢ utilizado). Por outro lado, caso o modelo classi-
fique como bom um recurso que ¢ ndo-bom, ¢ muito
provavel que esse recurso seja colocado em uma posigdo
alta no ranqueamento, aumentando assim suas chances de
ser acessado pelos usuarios. Essa situagdo levaria o usua-
rio a selecionar um recurso de uma qualidade ndo tao
boa, colocando em descrédito o mecanismo de ranquea-
mento.
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Aspecto

Cenario 1

Melhorando o Projeto de um Ob-
jeto de Aprendizagem

Cenario 2

Fornecendo Pontuagdes Internas e
Ocultas

Ator Principal

Etapa no Ciclo de Vida de
um OA

Modelos mais adequados

Objetivos (Vantagens)

Problemas oriundos de uma
classificacgdo equivocada de
OAs bons.

Problemas oriundos de uma
classificacgdo equivocada de
recursos ndo-bons.

Utilizagdo alternativa

Criador do OA (Autor)

Obtencdo (ou Criacgéo)

Modelos capazes de explicar o
raciocinio por tréas de seus
resultados de classificacéo,
tais como arvores de decisdo e
regras se-entdo.

Oferecer uma avaliagdo prelimi-
nar da qualidade de maneira a
permitir que o autor possa me-
lhorar seu material.

O criador provavelmente perde-
ria algum tempo tentando melho-
rar um recurso que j& esta bom.

O criador do recurso iria acre-
ditar que seu material ja esté
bom e perderia uma oportunidade
de melhoréa-lo.

E possivel oferecer diversos
modelos diferentes de maneira
que o criador possa comparar Os
indicadores de qualidade utili-

Repositério

Oferta

N&o ha a necessidade de explicar a
classificacdo realizada. E possi-

vel utilizar modelos representados
por redes neurais, redes bayesia-

nas e funcdes matematicas.

Fornecer pontuacdes internas para
objetos de aprendizagem ainda néo
pontuados e j& armazenados no re-
positério de maneira a possuir
mais informacdes avaliativas du-
rante o processo de busca e oferta
(ranqueamento) .

O recurso permaneceria “invisivel”
dentro do repositério, i.e., fica-
ria em uma posig¢do ruim de ranque-
amento apbds o processo de busca e
oferta.

O repositério aumentaria as chan-
ces de um recurso ndo-bom ser se-
lecionado pelo usudrio. O mecanis-
mo de ranqueamento poderia cair em
descrédito.

E também possivel utilizar dife-
rentes modelos, mas com o objetivo
de gerar uma Unica pontuagdo com-
binada.

zados, assim como os resultados
gerados por cada modelo.

Tabela 11. Resumo dos aspectos para cada cenario de aplicagdo dos modelos

7. Consideracdes Finais

O presente trabalho avaliou modelos para a avaliagdo
automatica da qualidade de OAs do repositorio MER-
LOT. Precisamente, foram criados perfis estatisticos de
recursos pontuados dentro do repositério tomando como
base algumas de suas caracteristicas intrinsecas. Os re-
cursos para os quais os modelos foram gerados pertenci-
am aos seguintes subconjuntos: Simulacdo N Ciéncia e
Tecnologia, Simulacdo N Matematica e Estatistica, Tuto-
rial N Ciéncia e Tecnologia.

Esses perfis foram entdo utilizados para gerar modelos
para a avaliagdo automatica da qualidade por meio de
Andlise Discriminante Linear e 5 diferentes algoritmos
mineragdo de dados para a tarefa de classificacdo, geran-
do resultados preliminares que apontam inicialmente para
a viabilidade de tal metodologia. Entretanto, o tipo do
modelo ira provavelmente depender do subconjunto es-
pecifico para o qual o0 mesmo esta sendo gerado (catego-

ria de disciplina versus tipo de material). Infelizmente, a
base de dados atualmente disponivel para esse estudo nao
contém instancias suficientes para testar essa abordagem
para todos os subconjuntos possiveis existentes.

O presente trabalho apresenta algumas limitacGes. Por
exemplo, nesse momento é dificil estabelecer as razdes
pelas quais algumas medidas apresentaram associacéo
com a qualidade dos OAs. De fato, correlagdo néo signi-
fica necessariamente causacao [29] e ndo é possivel asse-
gurar que as associa¢les encontradas aqui sdo estabeleci-
das por uma relagdo de causa e consequéncia entre a
qualidade dos recursos (pontuacdes) e tais medidas. Ain-
da, é possivel que algumas das associacdes encontradas
estejam sendo causadas por eventos escondidos e casuais.
Estudos futuros mais controlados ainda precisam ser
realizados para responder essas questfes abertas. Por
altimo, esse estudo ndo diferencia recursos que sao pagi-
nas web daqueles que ndo sdo. Ainda que a grande maio-
ria dos OAs disponiveis no MERLOT sejam formados
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por paginas web, alguns sdo apenas Applets ou anima-
cOes em Flash, por exemplo. Nesses casos o contelido
disponivel dentro do material esta sendo desconsiderado,
e 0 recurso estd sendo computado como uma das diferen-
tes medidas incluidas no estudo. Esse ¢ um problema
dificil de resolver, uma vez que as informacdes contidas
dentro desses tipos de recursos estdo normalmente fecha-
das e inacessiveis.

Para poder avaliar melhor o potencial da abordagem
utilizada nesse trabalho, seria necessario trabalhar com
uma amostra maior de dados do repositdrio (a amostra
utilizada aqui corresponde a aproximadamente 25% do
tamanho do repositorio).

Trabalhos futuros deverdo testar uma quantidade mai-
or de medidas ainda ndo implementadas no crawler, tais
como: o nimero de cores e os diferentes estilos de fontes,
a existéncia de andincios, o nimero de links redundantes e
quebrados, e algumas medidas de legibilidade (e.g. indice
Gunning Fog e nivel Flesch-Kincaid). Ainda, como apon-
tado por [28], ambas as comunidades de avaliadores no
MERLOT (usuérios e especialistas) estdo comunicando
diferentes visdes com relacdo a qualidade dos OAs refe-
renciados no repositorio. Os modelos testados no presente
estudo estdo relacionados com a qualidade desde o ponto
de vista dos especialistas. Trabalhos futuros deverdo
tentar desenvolver modelos utilizando os perfis estatisti-
cos criados com as avaliagcbes de OAs fornecidas pela
comunidade de usudrios. Ainda, considerando que esse
trabalho é dependente do contexto, é também importante
avaliar se essa abordagem pode ser estendida para outros
repositérios. Como nem todos repositérios adotam o
mesmo tipo de garantia de qualidade, é necessario encon-
trar medidas alternativas para contrastar as classes de
qualidade bons e ndo-bons. Em um recente trabalho [30],
o0s autores utilizaram o nimero de lentes (lenses) do repo-
sitério Connexions® como base para a construgdo de tais
perfis e geracdo dos modelos, mas devido ao ainda pe-
queno namero de lentes existentes no repositdrio, chega-
ram a resultados inconclusivos. Outra direcdo interessan-
te para trabalhos futuros é classificar os OAs de acordo
com sua granularidade e utilizar essa informacdo como
uma das medidas que sdo avaliadas durante o processo de
cria¢do dos perfis estatisticos.

E importante mencionar que a presente proposta nio
tem a intencdo de substituir os métodos tradicionais de
avaliacdo da qualidade de OAs, mas apenas complemen-
tar os mesmos oferecendo uma avaliagéo preliminar util e
de baixo custo antes de realizar uma avaliacdo mais de-
morada e consumidora de recursos humanos.

"http://cnx.org/
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